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Processing streaming data is a challenging issue because of the limitation of time and resources. Clustering
data streams is an efficient technique to analyze this kind of data. This study proposes two new streaming
data clustering algorithms, BT-AR Stream and VP-AR Stream, inspired by the KD-AR Stream clustering
algorithm [32]. Our algorithms used Ball-Tree and Vintage Tree data structures instead of KD-Tree. To
reveal the efficiency of the proposed algorithms, we tested the algorithms on 18 benchmark datasets in terms
of clustering qualities and runtime complexities. Then we compared obtained results with the results of the
KD-AR Stream algorithm. According to the results, the BT-AR Stream algorithm was the most successful
in terms of clustering quality and runtime complexity, as illustrated in Figure A.
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Figure A. Comparison of algorithms on the KDD dataset in terms of clustering quality and runtime
complexity

Purpose: This study aims to analyze and compare the efficiency of tree data structure in data stream
clustering issues. We aim to reveal the efficiency of tree data structures in both clustering quality and runtime
performance.

Theory and Methods: To compare the efficiency of tree data structures in data stream clustering, we
proposed two stream clustering algorithms inspired by KD-AR Stream. For this reason, we used Ball-Tree
and Vintage-Tree data structures instead of KD-Tree and proposed two new stream clustering algorithms
named BT-AR Stream and VP-AR Stream. To compare the success of algorithms, we tested them on 18
benchmark datasets and compared them in aspects of clustering quality and runtime complexity.

Results: According to the results obtained in the experimental study, the BT-AR Stream algorithm, which
uses Ball-Tree, was the most successful in both clustering quality and runtime complexity on the KDD,
which is a high-dimensional dataset. On the other hand, the clustering quality of all algorithms was good on
the other datasets.

Conclusion: Although the clustering quality of all three algorithms was good, the BT-AR Stream algorithm
was the most successful because KDD is high-dimensional. Furthermore, it is the fastest algorithm compared
to the others.
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ONECIKANLAR

e Akan veri kiimeleme i¢in iki yeni algoritma gelistirilmistir
e Farkli veri kiimeleri iizerinde karsilagtirmali analizler gerceklestirilmistir
e Onerilen yeni algoritmalar calisma zamani ve kiimeleme kalitesinde oldukca basarili sonuglar elde etmistir
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Teknolojik gelismeler, insanlarin pek ¢ok farkli kaynaktan iiretilen verileri toplamasina ve analiz etmesine
imkan tanimaktadir. Sensdrler, mobil cihazlar, nesnelerin interneti gibi yapilarda iiretilen veriler akan veri
formatinda olup, bu tiir verilerin iglenmesi ve faydali bilgilerin elde edilmesi zor bir problemdir. Akan
verileri analiz etmek icin siklikla kullanilan yontemlerden birisi olan akan veri kiimelemede, veriler
dagilimlarina gore gesitli gruplara ayrilarak analiz edilir. Ancak bu analizleri gergeklestiren algoritmalar
gerek ¢alisma zamani gerekse de kiimeleme performansi agisindan problemlerle karsilagmaktadir. Bu
calismada, akan veri kiimelemede kullanilan KD-AR Stream algoritmasina alternatif olarak kiire agaci veri
yapisini kullanan BT-AR Stream algoritmasi ve bakis noktasi agaci veri yapisini kullanan VP-AR Stream
algoritmasn onerilmektedir. Onerilen bu yeni algoritmalar, hem calisma zamani hem de kiimeleme kalitesi
acisindan KD-AR Stream algoritmasi ile karsilagtirilmistir. Kargilagtirma islemi farkli 6zelliklere sahip 18
veri kiimesi lizerinde gergeklestirilerek karsilastirmaya ait sonuglar tablolar ve grafiklerle sunulmustur.
Deneysel caligmalara gore, her li¢ algoritmanin da genel anlamda basarili sonuglar verdigi goriilmiistiir.
Ancak, BT-AR Stream algoritmasinin KDD veri kiimesinde %89,15 ARI, %96,83 Saflik ve %67,18
Silhouette degerleri ile diger iki algoritmadan daha basarili sonuglar verdigi tespit edilmistir. Ayrica BT-AR
Stream algoritmasi ¢aligma zamani acisindan da diger iki algoritmadan pozitif yonde ayrismaktadir.

A comparison of tree data structures in the streaming data clustering issue

HIGHLIGHTS

e  Two new algorithms for streaming data clustering were developed
e  Comparative analyses were performed on benchmark datasets
e The proposed new algorithms have achieved very successful results in runtime and clustering quality
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Advances in technology have allowed people to collect produced data in many different sources and analyze
it. The collected data from sensors, mobile devices, and the internet of things are in the form of streaming
data, and it is a hard problem to retrieve useful information from such data. In streaming data clustering
which is one of the most frequently used methods to analyze streaming data, data is analyzed by dividing it
into various groups according to their distribution. However, algorithms that perform these analyzes
encounter problems in terms of both runtime and clustering performance. In this study, BT-AR Stream
algorithm using ball-tree data structure and VP-AR Stream algorithm using vantage-point tree data structure
are suggested as an alternative to KD-AR Stream algorithm used in streaming data clustering. These new
proposed algorithms are compared with the KD-AR Stream algorithm in terms of both runtime and clustering
quality. The comparison process is performed on 18 data sets with different characteristics and the results of
the comparison are presented with tables and graphs. According to experimental studies, it has been seen
that all three algorithms give successful results in general. However, BT-AR Stream algorithm achieved
better results than the other two algorithms with 89.15% ARI, 96.83% Purity and 67.18% Silhouette values
on the KDD dataset. In addition, BT-AR Stream algorithm differs positively from the other two algorithms
in terms of runtime.
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1. Giris (Introduction)

Giinlimiizde teknolojinin hizla gelismesiyle ve sosyal medya
ortamlarinin hayatimiza girmesiyle beraber dijital verilerin hacimleri
inanilmaz boyutlara ulagmistir [1]. Biyiik hacimli bu verilerin
islenmesi ile verilerden anlamli oriintiilerin elde edilmesi ve bu
Orlintiilerin yararli bilgilere doniistiiriilmesi miimkiindiir. Statista
firmasinin raporlarma goére 2020 yilinda 64.2 zetabayt verinin
iretildigi, bu miktarin 2021 yilinda yaklasik 79 zetabayta ulastigi ve
2025 yilinda ise bu miktarin 180 zetabayti asacagi tahmin
edilmektedir [2]. Veri hacmindeki bu inanilmaz artista video, goriintii
ve metin veri tiirleri oldukga fazla yer edinmektedir [3]. Bu tiir veriler
genel itibariyle siirekli bir sekilde tiretildigi ve aktarildigi igin akan
veri formunda olup, analiz edilmesi zordur.

Makine 6grenmesi, veriyi modelleyebilen ve veriden dgrenen yapay
zekann bir alt dalidir. Makine 6grenmesinin kapsadig1 algoritmalar
dinamik yapida olup, mevcut veriye gore modeller olusturmay1
amaclamaktadir [4]. Kiimeleme, makine Ogrenmesi kapsaminda
caligilan problemlerden birisi olup, veri kiimesi igerisindeki verilerin
benzerliklerine gore gruplandirilmasini saglamaktadir [5]. Akan veri
kiimeleme, bir sisteme siirekli olarak gelen verilerden anlamli bilgiler
cikarmayr amaglayan makine Ogrenmesinin 6nemli konularmdan
biridir. Akan veri kiimeleme yaklagimlari, dinamik bir yapida sistemle
etkilesim halinde olan veri iizerinde olduk¢a degerli bilgiler
sunabilmektedir [6]. Aykir1 veri tespiti [7], elektrik tiikketim tahmini
[8, 9], istenmeyen veri tespiti [10], metin kiimeleme [11], nesnelerin
interneti uygulamalar1 [12], medikal uygulamalar [13] ve finansal
uygulamalar [14] akan veri kiimelemenin uygulandig: ¢esitli alanlar
olarak kargimiza ¢ikmaktadir.

Geleneksel makine dgrenmesi yaklasimlarindan farkli olarak akan
veriyi dikkate alan yaklagimlarda sinirh hafiza ile ger¢ek zamanh
¢ozlimler sunulmaktadir. Literatiirde, akan veri kiimeleme yontemleri
5 kategori altinda incelenmektedir. Bunlar; hiyerarsi-tabanli
(hierarchical-based), pargalama-tabanli (partitioning-based), 1zgara-
tabanli (grid-based), yogunluk tabanli (density-based) ve model-
tabanli (model-based) yaklasimlardir [15-17]. Akan veri kiimeleme
yaklasgimlarinda kiimeleme islemi gergeklestirilirken —cesitli
problemlerle karsilagilmaktadir. Bu problemler genel itibariyle;
verileri tekrar tekrar isleyememe, sinirhi siire, sinirli bellek, ¢oklu
etiket sorunlari, ger¢cek zamanl yanit, evrimsel veriler (evolving
data), esnek kiime sayis1 ve boyutu, siiriklenme ve algilama olarak
karsimiza g¢ikmaktadir [3, 16, 18]. Biiylik veri tabanlart igin
gelistirilmis bir kiimeleme yaklasgimi olan BIRCH [19] (Balanced
Iterative Reducing and Clustering using Hierarchies) yontemi
oriintiilerin yogun olarak bulundugu kisimlara odaklanarak tek
taramada oldukga iyi bir kiimeleme yaklagimi sunmaktadir. Lang ve
Schubert [20], BIRCH'de kullanilan kare degerlerinin toplaminin
akan  verileri  kiimelemede  basarisimin  zayif  oldugunu
belirtmektedirler. Bu sorunun iistesinden gelmek icin BIRCH
kiimeleme 6zelliginin gelistirilmis bir hali olan BETULA yaklagimini
onermislerdir. BIRCH gibi geleneksel bir yaklagimdan farkli olarak
akan veriler i¢in daha iyi kiimeleme yaklasimi sunmay1 hedefleyen
CluStream [21] mikro kiimeleri kullanmaktadir. Zhou vd. [22],
CluStream algoritmasinin uzun siire ¢alisma sonrasinda kiimeleme
sonuglarinda azalmalar oldugunu belirlemis ve bunun istesinden
gelmek i¢in mikro kiimeler yaklagimini esas alan SWClustering
yontemini akan veri kiimeleme i¢in 6nermislerdir.

CHAMELEON kiimeleme algoritmasi [23], kiimeleri olustururken
benzer kiime ciftlerinin hem birbirlerine olan baglhiligini hem de
yakinlhigini esas almaktadir. CHAMELEON algoritmasini temel alan
REPSTREAM algoritmasi [24], akan verileri kiimelemek i¢in grafik
tabanli artinm yapmaktadir. E-Stream [25], goriiniim, kaybolma,

kendi kendine evrim, birlestirme ve béliinme olarak bilinen bes kiime
gelisimini destekleyebilen hiyerarsik bir algoritmadir. HUE-Stream
[26] heterojen belirsizlige sahip gesitli akan veriler i¢in E-Stream'in
bir uzantist olarak sunulan hiyerarsik bir algoritmadir. Nikpour ve
Asadi [27], hiyerarsik bir yaklasimla akan verileri kiimelemek igin
kavram kaymasi dikkate alinarak akan verinin dinamik kiimelenmesi
yontemini 6nermislerdir. Sangma vd. ise [28], akan veriler arasindaki
farklilig1 6lgme ve esitsizlik derecesini hesaplama bilgilerini dikkate
alan biitiinlestirici hiyerarsik kiimeleme yaklagimi Onermislerdir.
Hyde vd. [29], CEDAS ismini verdikleri algoritma ile ¢evrimigi akan
veri kiimeleme islemi gergeklestirilmistir. Gelistirilen bu algoritma iki
asamadan olusup, dogru, giiriiltiiye kars1 dayanikli, hesaplama ve
hafiza tiiketimi acgisindan etkin bir yaklasima sahiptir. Algoritmanin
ilk asamasinda mikro kiimeler iiretilirken, ikinci asamasinda bu
kiimeleri birlegtirerek makro kiimeler olugturmaktadir. Mirsky vd.
onerdigi pcStream?2 [30] akan veri kiimeleme algoritmasi ise,
hesaplama karmagikligini azaltmak ve hafiza gereksinimi diisiirmek
i¢in arttirimsal temel bilesen analizi yonteminden faydalanmaktadir.
KDD veri kiimesi iizerinde yapilan deneylerde basarili sonuglar elde
edildigi raporlanmistir. Al-Amri vd. [31], akan veriyi ¢evrimigi
kiimeleme igin TSHC isimli algoritmay1 dnermislerdir. Uzaysal hiper
kiipler yapisim1  kullanarak gelistirilen algoritma ile mevcut
algoritmalarin veri Ozetlemedeki istatistiki kabullerinin kiimeleme
kalitesini diisiirme sorununa ¢6ziim sunmuslardir. KDD  veri
kiimesinin kullanildigi ¢alismada kabul edilebilir sonuglar elde
edilmistir.

Rowanda vd. [32], dairesel olmayan kiimeleri bulamama ve sapan
verileri ele alma gibi bazi1 smirlamalardan dolayr akan veri
kiimelemede mevcut yontemlerin bagarisinin - diisiik  oldugunu
belirtmiglerdir. Yazarlar bunun istesinden gelmek i¢in; ¢evrimigi-
cevrimdist 1zgara ve yogunluga dayali akan veri kiimeleme
algoritmast olan DGStream'i dnermislerdir. ESA-Stream [33], akan
verileri ger¢ek zamanli isleme ve sabit parametrelerle ilgili
problemleri gidermek i¢in Onerilen bir akan veri kiimeleme
algoritmasidir. Huang vd. [34], birden fazla yetersiz goriiniimden
gelen bilgilerin entegre edilebildigi ve ¢ikt1 verilen destek vektorler
ile akan veri kiimeleme algoritmasinin Ozet istatistiklerinin
soyutlamada kullanilabildigi MVStream yontemini Onermislerdir.
Laohakiat ve Saing [35], hem geleneksel hem de akan veri
kiimelemesinde ¢alisabilen, tek geg¢is semasini kullanan Bulanik
Artan Yogunluk Tabanli Kiimeleme isimli bir yontem 6nermislerdir.

Hiyerarsi tabanli yaklasimlar, veri nesneleri arasinda bir oriintii elde
etmek i¢in hiyerarsik kiimeler agacinda gruplar olusturmaktadir [36].
Olusturulan her bir katman Oriintii gruplarina ait veri kiimesinin bir
boliimiine karsilik gelmektedir. Agag temelli olan bu yaklasimlarda
oriintiiler asagidan yukariya dogru bir araya getirme veya bolme
seklinde gruplar halinde olmaktadir. Bu ¢alismada akan veri
kiimeleme i¢in aga¢ tabanhi iki yeni algoritma gelistirilerek
uygulanmustir. Gelistirilen bu algoritmalar daha once Senol ve
Karacan tarafindan 6nerilen KD-AR Stream [37] algoritmasindan
esinlenmektedir. Yapilan deneysel ¢aligmalarda, akan veri kiimeleme
icin farkli sayida kayit ve boyutlara sahip 18 agik veri kiimesi
kullanilmigtir. Gelistirilen algoritmalar olan Bakis Noktasi Agaci
(Vantage-Point Tree) tabanli VP-AR Stream ve Kiire Agaci (Ball-
Tree) tabanli BT-AR Stream algoritmalarinin kiimeleme basarisi ve
caligma zamani performanslart KD-AR Stream algoritmasi ile
karsilastirilmigtir.

2. Cahymada Kullamlan Aga¢ Veri Yapilar
(Tree Data Structures Used in the Study)

Bu makalede, aga¢ veri yapilarmin akan veri kiimeleme
problemindeki etkinliklerini  aragtirmak iizere bir c¢aligma
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gerceklestirilmigtir. Bu amagla, K-Boyutlu Agag, Kiire Agaci ve
Bakis Noktas1 Agaglar kullanilarak performanslart ¢esitli metrikler
dikkat alinarak karsilastirilmistir. Bu boliimde, kullanilan agag veri
yapilarinin 6zellikleri ile ilgili temel bilgiler verilmektedir.

2.1. K-Boyutlu Agag¢ (Kd Tree)

K-Boyutlu Aga¢ yapisi 1975 yilinda Jon Louis Bentley tarafindan
gelistirilmis olup ¢ok boyutlulugu destekleyen bir yaklasimdir [38].
Bir uzayda ikili diigiim yapisina sahip diigiimlerden olusan ¢ok
boyutlu aga¢ yapisidir. Aga¢ yapisinda her diizeyde bir boyutta
karsilagtirma gergeklestirilmektedir. Her bir ebeveyn diigliimiin sadece
iki tane ¢ocuk diigiimii bulunmaktadir. Bu aga¢ yapisi k boyutlu bir
uzayda en yakin komsular1 bulmak i¢in kullanilmaktadir. Sekil 1°de
K-Boyutlu Agacin iki boyutlu diizlemde ayrismis hali ile ikili diigiim

K Boyutlu Agag

yapisina sahip aga¢ yapist goriilmektedir. Sekil 1’°de gortildiigi tizere
veriler agaca yerlestirilicken her adimda bir nitelige gore
boliinmektedir.

2.2. Kiire Agaci (Ball Tree)

Kiire Agag yapisi ¢ok boyutlu bir uzayda geometrik &grenme
gorevlerine yonelik uzaysal boliimlemeye dayanan bir geometrik veri
yapist tirtidiir [39]. Sekil 2’de kiire agacinin ayrigsmig hali ile kiire
yapisina sahip agac yapisi goriilmektedir. Kiire agaci adini, veri
noktalarimi Sekil 2’de goriildiigii gibi "kiire" olarak bilinen i¢ ice
kesisen hiper kiireler kiimesine bolmesinden alir. Kiire Agag yapisi,
K-Boyutlu aga¢ yapisinda oldugu gibi ¢ok boyutlulugu
desteklemektedir. Bu 6zelliginden dolayr bu c¢alismada uygulanan
BT-AR Stream algoritmasinda kullanilmistir.

K Boyutlu Agacin Ayrismis Hali

6
I
$

4
0]

3

:
[
A

Sekil 1. K-Boyutlu agag veri yapisi ve ayrisimi (KD-Tree and its deconstruction)

Kiire Agaci

Kiire Agacinin Ayrisnus Hali

Sekil 2. Kiire agaci veri yapisi ve ayrisimi (Ball-Tree and its deconstruction)
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2.3. Bakig Noktas1 Agaci (Vantage-Point Tree)

Bakis Noktas1 Agag yapisi, uzaysal diizlemde bir noktay1 segerek veri
uzayim belirlenmis noktaya uzak olan ve yakin olan noktalar olarak
iki parcaya ayirmaya dayanmaktadir [40]. Sekil 3’te bakis noktasi
agacinin ayrigmis hali ile bakis noktas1 aga¢ yapisi goriilmektedir.
Sekil 3’te goriildiigii gibi 6zyinelemeli olarak veri uzay1 daha kiigiik
parcalara ayrilmakta ve boylelikle komsuluk iliskisine dayanan bir
agagc yapist olugmaktadir.

3. Akan Veri Kiimeleme Probleminde Aga¢ Veri Yapilarinin

Uygulanmasi
(Application of Tree Data Structures on Streaming Data Clustering
Problem)

Bu ¢aligmada akan veri kiimeleme probleminde agag¢ veri yapilarmin
etkinliklerinin degerlendirilmesi amaglanmistir. Bu kapsamda, daha
once Senol ve Karacan [32] tarafindan 6nerilmis olan KD-AR Stream
algoritmasi referans alinarak iki yeni algoritma onerilmistir. KD-AR
Stream algoritmasindan farkli olarak k-boyutlu aga¢ (Kd-Tree) yapist
yerine farkli aga¢ yapilarinin kullanilmasinin hem kiimeleme
basarisina, hem de c¢alisma zamani performanslarma etkisi
karsilastirmali olarak analiz edilmistir. Bu kapsamda, k-boyutlu agag
veri yapist kullanilarak gelistirilen KD-AR Stream algoritmasinin
genel agamalarindan faydalanilarak Bakis Noktast Agaci (Vantage-
Point Tree) tabanli VP-AR Stream ve Kiire Agaci (Ball-Tree) tabanl
BT-AR Stream algoritmalar1 gelistirilmistir.

VP-AR Stream ve BT-AR Stream algoritmalarinin gelistirilmesinde
KD-AR Stream algoritmasindaki cesitli alt fonksiyonlardan
faydalanilmasina ragmen ilgili aga¢ yapilarina ait agac olusturma ve
olusturulan agaclar {izerinde alan arama algoritmalar: i¢in yeni alt-
algoritmalar gelistirilmistir. KD-AR Stream algoritmasinda; kiime
tanimlamak amaciyla kullanilan YeniKiimeOlustur fonksiyonunda ve
var olan bir kiimeyi bolmek amaciyla kullanilan KiimeBol
fonksiyonunda k-boyutlu aga¢ yapisindan faydalanilir. Bu ¢alismada
k-boyutlu agag veri yapisi yerine; BT-AR Stream algoritmasinda kiire
agaci, VP-AR Stream algoritmasinda ise bakis noktasi agaci veri
yapist kullanilmugtir. Alan arama iglemi i¢in ise BT-AR Stream
algoritmasinda KA_AlanArama ve VP-AR Stream algoritmasinda ise

Bakis Noktas1 Agaci

BNA_ AlanArama fonksiyonlar1 gelistirilmistir. Senol ve Karacan
[32] tarafindan Onerilen akan veri kiimeleme i¢in genel bir is akis
diyagrami Sekil 4’te verilmekte olup, ayni diyagram bazi asamalarda
giincellenerek bu ¢alisma kapsaminda da kullanilmigtir. Sekil 4°te
sunulan asamalar alt bagliklar halinde asagida agiklanmis ve bu
caligma kapsaminda yapilan giincellemeler sunulmustur.

3.1. Yaslandirma (Aging)

Akan veri kiimelemede zamana bagli bir Ozetleme yaklagimi
kullanilmaktadir. Bu yaklagimda her bir verinin iglenmesi i¢in belirli
bir siire bulunmaktadir. Bu siire sonunda isleme konulan veriler
yasglandirilarak iglenen verilerden silinmektedir. Bu iglem sonrasinda
kiimeler iizerinde gerekli giincellemeler yapilmaktadir.

3.2. Yeni Kiime Olusturma (Creating New Clusters)

Bakis Noktas1 Agaci ve Kiire Agaci temelli akan veri kiimeleme
yaklagimlarinda veriler bir yarigap etrafinda kiimelenir. Burada
yapilan islem herhangi bir kiimeye ait olmayan verilerin kullanilan
agac yapisina bagl olarak AgacOlustur ve AlanArama
yaklagimlariyla bir kiime igerisine yerlestirilmesi siirecinden
olusmaktadir. Bu islemler gergeklestirilirken her bir agag¢ yapisi igin
belirlenmis bir yar1 ¢arp igerisinde olan veriler i¢in bir kiime
olusturulmasidir.

Sekil 5’te verilen Algoritma 1°de islemler gerceklestirilirken her bir
agac yapisinda belirlenmis bir yarigap igerisinde olan veriler i¢in bir
kiime olusturulmaktadir. Olusturulacak olan kiime yapisinda bir
agirlik merkezi belirlenerek kiime olusumlari gergeklestirilmektedir.
Kiime olusumunda kullanilacak olan agirlik merkezine ait denklem
yapisi Es.1°de verilmektedir. Denklem yapisinda X kiimeye eklenecek

olan veriyi temsil ederken; X l] ifadesinde i’inci veriye ait j inci niteligi
temsil edilmektedir. Kiimede veri sayist N ile ifade edilirken; u/
olusturulacak olan kiimeye ait j’inci nitelige ait agirhk merkezine
karsilik gelmektedir.

o
W=23N X/ )

Bakis Noktasi Agacinin Ayrignus Hali

Sekil 3. Bakis noktas1 agac1 veri yapisi ve ayrisimi (VP-Tree and its deconstruction)
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/ Gk Kiireeleri /

Exat

Sekil 4. Kullanilan agag veri yapilari ile akan veri kiimeleme yaklagimi (Stream data clustering approach with used tree data structures)

3.3. Agag Yapisi Olusturma (Creating Tree Structure)

Bu calismada kullanilan her bir agag tiiriiniin farkli veri yapilar
bulunmaktadir. Algoritma 1°de kullanilan AgacOlustur algoritmasina
karsilik olarak, K-Boyutlu Aga¢ (Kd Tree), Kiire Agaci (Ball Tree) ve
Bakis Noktas1 Agaci (Vantage-Point Tree) veri yapilarinin agac
olusturma algoritmalar sirast ile Sekil 6, Sekil 7 ve Sekil 8’de
verilmistir. AgacOlustur yontemlerinin tamaminda 6zyinelemeli bir
agac olusturma yaklasimi bulunmaktadir.
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3.4. Agacta Alan Arama Islemi (Range Search Operation in the Tree)

Agaclarda arama islemi, ilgili agaca yerlestirilmis olan veri kiimesi
iizerinde arama islemini ifade etmektedir. Literatiirde aga¢ iizerinde
arama islemi iki sekilde yapilmaktadir. Birincisi en yakin komsu
yaklagimi iizerinden arama islemidir. Bu tiir yaklagimlarda en yakin
komsu algoritmasi iizerinden arama iglemi gergeklestirilmektedir.
Digeri ise, bizim de algoritmalarimizda kullandigimiz, belirli bir
yarigapta bulunan verileri arama iglemi olan alan arama (range search)
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islemidir. Bu islemde agaca yerlestirilmis olan veriler {izerinden
belirlenmis olan r  yarigapta  verileri  bulan  islem
gergeklestirilmektedir. Alan arama igleminde arama iglemi agacin
tirline gore farklihik gostermektedir. K-Boyutlu Aga¢ (Kd-Tree),
Kiire Agaci (Ball-Tree) ve Bakis Noktas1t Agaci (Vantage-Point Tree)
veri yapilarmin alan arama algoritmalari sirast ile Sekil 9, Sekil 10 ve
Sekil 11°de verilmistir.

Algoritma 1: YeniKiimeOlustur

Input: C, 1slenenVeri, r, N;
Output: C;
1glenenVeri;
Herhangi bir kiimeye ait olmayan Ver1'yi al;
agac «+— AgacOlugtur(Veri);
if Veri'nin boyutu > N then
Joreach Vert; € Veri do
Cremp +— AlanArama(agagc, r);
if Cramyp’ 10 boyutu > N then
Ciemp’1 yeni bir kiime olarak tammla;
end
end

end
refurn C;

Sekil 5. Algoritma 1: yeni kiime olustur
(Algorithm 1: Create a new cluster)

3.5. Cakigan Kiimeleri Bulma (Finding Overlapping Clusters)

Gelen verileri kiimelere ekleme iglemi yapilirken bazi durumlarda
kiimeler arasinda gegirgenlik durumu olabilir. Bu gibi durumlarda
olusturulan kiimelerin yarigaplar1 arasindaki mesafeye bakilarak
kiimelerin birlesiminin yapilmasi daha dogru bir segenek olur. Cao vd.
tarafindan yapilan c¢alismada sunulan yaklagima gore [41], bir
kiimenin kabuk yaricap1 diger bir kiimenin g¢ekirdek yarigapr ile
ortligiyorsa ~ bu  kiimeler  arasinda  birlestirme  iglemi
gerceklestirilmektedir. Sekil 12°de kiime kesigimleri sonrasinda
olusan kiime birlesimi goriilmektedir (r1:kiiciik kiimeye ait ¢ekirdek
yarigapi, 12: biiylik kiimeye ait kabuk yarigapi, R: kiime birlesimleri
sonras1 olusan yeni kabuk yaricap1).

Algoritma 3: KAgaciOlustur

Input: Vert;

Output: agac;

if Veri sayist = 1 then
return Veri;

end

else
¢ en biyik yayilimn boyutu,
P, ¢’ve bagl olarak se¢ilen merkez noktasi,
L ve R de ¢ medyana gore sag ve sol gocuklar olsun.
agac_pivot «— p;
agac.cocukl « KAgaciOlustur(L);
agac.cocuk? «— KAgaciOlustur(R);
return agac;

end

Sekil 7. Algoritma 3: Kiire agaci olustur (Algorithm 3: Create ball tree)

Algoritma 4: BNAgaciOlustur

Tnput: Vert;

Output: agacg;

if Veri sayisi = 1 then
return Vert;

end

else
dugum «— yeni bir diglime igaret etsin;
dugum p « Veri’'nin rastgele secilmig eleman;
dugum.p «— medyan d(p, v), V v € Veri;
L « {v € Veri{p}d(p, v) < u}
R+ {v € Ver {p}d(p.v) = u}
dugum.sol «— BNAgaciOlustur(L)
dugum sag « BNAgaciOlustur(R)
Feturn agac,

end

Sekil 8. Algoritma 4: Bakis noktasi agaci olugtur
(Algorithm 4: Create vantage-point tree)

Algoritma 2: KBAgaciOlustur

Input: Veri;

Output: agac;

if Veri sayist = 1 then
return Veri;

end

else if derinlik ¢ift 1se then

Vertyl X'in medyanina gore diigey sekilde Veril ve Veri2 olarak iki alt kiimeye bal

end
else

Verivi Y 'nin medyanina gore vatay sekilde Veril ve Veri2 olarak iki alt kiimeye bsl

end

v digimiini olustur;

Vies < KBAgaciOlustur(Veril derinlik+1);
Viignt — KBAgaciOlustur(Veri2, derinlik+1);

Vi1 V'nin sol alt cocugu, v,ig,'1 13 sag alt cocugu olarak ata;

FETUrn v,

Sekil 6. Algoritma 2: K boyutlu aga¢ olustur (Algorithm 2: Create kd tree)
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Algoritma 5: KBA AlanArama
Input: v, r;
Output: r yarigap icerisinde bulunan veriler;
if' v bir yapraksa then
v'yir igerisinde olarak belirt;
end
else
Solaltagac: degerlendir;
if Solaltagac r igerisinde 1se then
Solalatagac r igerisinde olarak belirt;
end
else if Solaltagac r ile kesigiyor ise then
KBA AlanArama(Solaltagac, r);
end
Sagaltagaci degerlendir;
if Sagaltagac r icerisinde ige then
Sagalatagac r igerisinde olarak belirt;
end
else if Sagaltagac r ile kesigiyor ise rthen
KBA_AlanArama(Sagaltagae, r);
end
end
retfurn r yarigap igerisinde bulunan veriler;

Sekil 9. Algoritma 5: K boyutlu aga¢ alan arama
(Algorithm 5: Kd tree range search)

Algoritma 6: KA AlanArama
Input: v, k;
Output: r yancapta bulunan veriler;
if v bir yapraksa then
v'yir igerisinde olarak belirt;
end
else
if Eger v ile kesisme sdzkonusu ise then
KA AlanArama(Solaltagac, r);
KA AlanArama(Sagaltagac, r);
end
end
refurn r yarigap igerisinde bulunan veriler;

Sekil 10. Algoritma 6: Kiire agaci alan arama
(Algorithm 6: Ball tree range search)

3.6. Kiime Bolme (Splitting a Cluster)

Agag yapilari igerisinde akan veriyi kiimelemek i¢in ¢esitli yarigapta
kiimeler olugturulur. Olugturulan bu kiimelerin boyutunun ¢ok fazla
oldugu durumlarda gereksiz islem yiikleri ve algoritma tlizerinde
performans kayiplar1 s6z konusu olabilmektedir. Bu tiir durumlarin
iistesinden gelebilmek igin belirli sartlar altinda kiime bolme
islemleri yapilmaktadir. Kiime olusturulurken {i¢ farkli kosulun
gerceklesmesi gerekmektedir [37]:

e Olusturulan kiimedeki veri sayisinin minimum kiime olusturmak
icin gerekli veri sayisinin iki kati olmasi,

e Kabuk yarigapimn iki kat1 olmasi,

e Cekirdek yarigapinin en az r kadar olmasi

Kiime bolme iglemi gergeklestirilirken gereken sartlar saglandiktan
sonra Oncelikle yukarida verilen algoritmalardan agag tiirline gore
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uygun olant secilerek bir aga¢ yapisi olusturulur. Daha sonra
boliinecek olan kiimedeki veriler i¢in uygun alan aramasi
gergeklestirilerek uygun aday kiimeler tespit edilir ve olusturulacak
kiimeler i¢in yarigaplar gilincellenerek yeni kiime olusumlar:
gergeklestirilir.  Kiime bolmeye ait sézde kod Sekil 13°te
verilmektedir.

Algoritma 7: BNA AlanArama
Input: node;
Output: r yarigapta bulunan veriler;
ifnode = 0 then
return;
end
x «—d(q,node);
ifx < 1then
1« d(q, node);
best «— node;
end
orta «— (node sol[enyuksek]+node sag[endusuk])/2;
if x < orta then
ifx €1 then
BNA_AlanArama(node.sol);
end
if x € Iy then
BNA AlanArama(node sag);
end
end
else
if x € Iy then
BNA_ AlanArama(node sag);
end
ifx Iy then
BNA_ AlanArama(node. sol);
end
end
return r yarigapta bulunan veriler;

]

Sekil 11. Algoritma 7: Bakig noktas1 agaci alan arama
(Algorithm 7: Vantage-point tree range search)

3.7. En Yakin Kiimeyi Bulma (Finding Nearest Cluster)

Akan veri kiimelemede kiimeler olusturulurken yeni gelen verilerin
bir kiimeye eklenmesi durumu olugsmaktadir. Bu amagcla yeni gelen
verinin mevcut kiimelere olan uzaklifina bagli olarak en yakin
kiimeye eklenme iglemi gerceklestirilmektedir. Yeni gelen verilerin
haricinde olusturulan yeni kiimeler igerisinde bazi veriler bosta
kalabilmektedir. Bu durumda da bosta bulunan veriler mevcut kiime
uzakligina bakilarak en yakin kiimeye dahil edilmektedir.

3.8. Kiime Merkezlerini Giincelleme
(Updating Centers of Clusters)

Her yeni gelen veri veya kiimelerin degisim durumuna bagl olarak
kiime merkezleri degisebilmektedir. Kiimelere yeni eklenen verilere
aktif verilere bakilarak aktif kiime merkezleri giincellenmektedir.
Kiimenin pasif duruma geldigi durumlarda ise kiimeye ait olan aktif
veriler ve silinmis verilerle glincellenmektedir.

3.9. Yari Caplar: Giincelleme (Updating Radius)

Zaman ic¢inde olusturulan kiimelerde gerceklesen degisimlerle
beraber kiimelere ait yarigaplar giincellenmektedir. Kiimelerin
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Kiime Kesigimleri

Bitlestirme

Kiime Birlegimi

Kimme

Sekil 12. Kiime birlestirme (Merging of two clusters)

Algoritma 8: KiimeBol

Input: C, 1s5lenenVeri, r. N, d;
Output: C;

iglenenVeri;

Jforeach aktif kiimeler C; € C do

if Ci'nin veri say1s1>2*N ve Cigvanean==2%t and Ciicvaricapy™=T then
agac «— AgacOlustur(C;’min veriler1);

foreach C;verisi do

Champ +— AlanArama(agac, r);
if Cramy’ 101 Verl say1s1 >= N then
mesafe «+ MesafeBul(Ciemp, Ci-Ciamp, d);
Tiemp < VarigapBul(Cremy);
re i+ varigapBul(Ci-Cramy);
if dist > Tyamp+res then
Ciemp’1 yenu bir kiime olarak tamimla;
Ci — (Ci'ctemp};

break;
end
end
end
end
end
return C,

Sekil 13. Algoritma 8: Kiime bol (Algorithm 8: Divide cluster)

birlesmesi ve boliinmesi durumlart ile yeni gelen verilere bagli olarak
kiimelerin bilylimesi s6z konusu olabilmektedir. Bu tiir durumlarda
kiime merkezleri ve buna bagli olarak her bir kiimenin g¢ekirdek
yarigapt ve kabuk yarigaplari tekrar hesaplanarak giincellenmektedir.

3.10. Kiimelerin Aktif-Pasif Doniisiimii
(Active-Passive Transformation of Clusters)

Kiimelerin aktif olma durumu, kiime olusturmak igin gerekli
minimum veri sayisina baghidir. Eger bir kiime igerisinde minimum
sayida  veriye  ulagilmigsa  kiime  aktiflestirme  islemi
gergeklestirilmektedir. Aksi durumda kiime pasif hale getirilmektedir.

3.11 Caliyma Zamanm Karmagsikligi (Run-Time Complexity)

Her aga¢ yapismin ¢alisma yaklasim kendisine avantaj ve
dezavantajlar saglamaktadir. Bu c¢alismada kullanilan aga¢ veri

yapilarinin zaman karmagikliklar birbirlerine paralellik gostermesine
ragmen pratikte farkli sonuglar elde edilebilmektedir. Ozellikle boyut
arttikca kiire agac1 veri yapis: daha avantaj teskil etmektedir. » islenen
veri sayist, d her verinin sahip oldugu nitelik sayis1 ve k ise geri
dondiiriilen veri sayisi1 olmak tlizere Onerdiimiz algoritmalarin
kullandig1 agag¢ olusturma ve alan arama algoritmalarina ait ¢alisma
zamanlari Tablo 1°de verilmistir.

Tablo 1. Algoritmalarin zaman karmasikliklarinin hem agag
olusturma hem de alan arama a¢isindan karsilastirilmasi

(The comparison of time complexities of the algorithms in the aspects of both
constructing the tree and range search)

Agac Olugturma Alan Arama
KD-AR Stream O(dnlogn) O(dnl_% +k)
BT-AR Stream O(dnlogn) 0(d logn)
VP-AR Stream O(dnlogn) 0(d logn)
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4. Deneysel Caliyma (Experimental Studies)
4.1. Deneysel Tasarim (Experimental Design)
4.1.1. Deneysel kurgu ve ortami (Experimental setup and environment)

Bu c¢alismada kullanilan aga¢ yapilar ve ilgili diger algoritmalar,
Python dili ile Anaconda Spyder ortaminda ScikitLearn kiitliphanesi
gibi gesitli kiitliphaneler kullanilarak gelistirilmistir. Veri kiimeleri
Pandas ve Numpy kiitiiphaneleri ile ice aktarilmis, matematiksel
islemler ise yine Numpy kiitiphanesi ile gerceklestirilmigtir. Tiim
deneysel ¢aligmalar 16 GB RAM, Intel i7 islemcili ve Windows 11
isletim sistemi yiiklii bir bilgisayarda gergeklestirilmistir.

Gelistirilen BT-AR Stream ve VP-AR Stream algoritmalarini KD-AR
Stream algoritmas: ile karsilastirmak icin Sekil 14’teki prosediir
kullanilmustir. Adjusted Rand Index (ARI) metrigi degerlendirme
yontemi olarak kullanilmis ve en yiiksek kiimeleme basarisin1 veren
parametreleri tespit etmek amaciyla da rastgele arama (random
search) yontemi kullanilmigtir.

KD-AR Stream algoritmasi gibi BT-AR Stream ve VP-AR Stream
algoritmalar1 da 5 6n tamimli degisken (parametre) kullanmaktadir.
Bunlar: bir kiimenin sahip olmasi gereken minimum veri sayist (N),
kayan pencere genisligi (tampona almacak veri sayist - W), kiime
tanimlama yarigapt (), yarigap arttirme/azaltma esik degeri
(r_threshold) ve yarigapin ulagabilecegi maksimum yarigap (r_max)

—

Algoritma Seg

v

Ver Eimesi Seq

_—

Dingii=1

max ARI= - infimfive

v

-P-{ FEastgele Parametre Seg |

¥

‘ Alzoritm ay Calighr |

v

‘ ART Hesapla

max ARI= ARI
Saflik Hesapla
Siluet Index Hesapla

'ET—

max ARL Sqflik, Siluet
Index Degerlerini Kaydet

Sekil 14. Algoritma karsilagtirma prosediirii (Used procedure for comparison of the algorithms)
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degeridir. Daha hizli sonug¢ almak ve karsilastirma igleminin ayni
degerler iizerinden yapilmasmna imkdn tammak amaciyla
algoritmalarda zaman penceresi yerine kayan pencere genisligi
(sliding window) kullanilmigtir. Ayrica verilerin aymi aralikta
olmasimni saglamak ve parametre belirleme islemini kolaylastirmak
amactyla Es. 2°de verildigi gibi verilere MinMax Normalizasyonu
uygulanmustir.

Xij—minx;

@

Zi: = -
Y maxx]-—mm Xj

4.1.2. Kullanilan Veri Kiimeleri (Used Datasets)

Algoritmalarin kiimeleme basarilarini kargilagtirmak amaciyla iki
kaynaktan (UC Irvine Machine Learning Repository [42] ve Tomas
Barton's repository) alinmis olan 6’s1 gergek olmak iizere 18 veri
kiimesi kullanilmistir. Algoritmalarin biiyiik veri kiimeleri tizerindeki
basarilarin1 test etmek amaciyla KDD veri kiimesi kullanilmistir.
Bununla beraber algoritmalarin sapan verilere karsi direnglerini
6lgmek amaciyla %10’u sapan veri olan MrData veri kiimesi
kullanilmigtir. Deneysel ¢alismada kullanilan veri kiimelerine ait
ozellikler Tablo 2’de verildigi gibidir.

4.1.3. Kiimeleme degerlendirme metrikleri
(Clustering evaluation metrics)

Bu caligmada kiimeleme algoritmalarinin basarilarini 6lgmek igin
ARI, Saflik ve Silhouette metrikleri kullanilmistir. Rand Index (RI)
iki veri kiimesi arasindaki benzerligi 6lgmeye ¢alisan istatistiksel bir
yontemdir. Bu yontem ayni zamanda sinif etiketleri {izerinden bagari
tayini yapmak i¢in de kullamlmaktadir. RI bir kiimedeki verinin
degerini hesaplarken o veriyi ayni kiimede olan diger verilerle ikili
olarak karsilastirir. Bu islemi ayni sekilde gercek sinif etiketleri igin
de yapar. Sonrasinda bu yapilan iglemi ikili olarak kargilagtirarak ayni
m1 yoksa farkli m1 oldugunu bir tabloda tutar. Bu tablo tizerinden RI
degerini hesaplar. Xgepcer, X parcasina ait gergek sinif etiketleri ve
Xrahmin X pargasina ait tahmin, Uyumlu,yy,, ikili karsilagtirmanin
hem Xcercer’de hem Xrqpmin’de ayni olmasimi, Uyumlugq,y, ikili
kargilagtirmanin  birinde farkli olmasmi, Uyumsuz,,,, ikili
kargilagtirmanin hem Xgercer’de hem Xrgpmin’de aym olmasin,
Uyumsuzg gy, ikili karsilastirmanin birinde farkli olmasini ifade
etmek tlizere RI, Es. 3 ile hesaplanir.

RI = Uyumlu gy, +Uyumlupg ki,

- Uyumlu gyn, +Uyumlupqrin+Uyumsuzgyn, +Uyumsuzeqrkn

3)

ARI ise RI degeri iizerinden hesaplanan bir kiimeleme basarisi
degerlendirme yontemidir ve Es. 4 ile hesaplanir.

RI-Beklenen RI
ARl = —————
Max RI-Beklenen RI

“

Purity kiimelerin saflik derecelerini 6lgmeye caligan bir test tiirtidiir.
K kiime say1s1 ve |Cid , |C;| kiimesindeki baskin kiime etiketi olmak
iizere ortalama Purity Es. 5 ile hesaplanir.

||

K
]

Purity = x100 %)

K
Silhouette metrigi, kiimeleme basarisini ilgili verinin bulundugu
kiime ile bulunmadif: kendisine en yakin kiimedeki verilere olan
mesafe lizerinden hesaplar. Bu metrik kiime verilerinin kendi
icerisinde ne kadar kompakt ve diger kiimelere de ne kadar uzak
olduguna gore basari tayini yapar. Elde edilen sonug -1 ile 1 araliginda
olur. Metrik degerinin -1 olmasi kiimeleme basarisinin minimum
oldugunu ve +1 olmasi ise kiimeleme basarisinin maksimum
oldugunu gosterir. i verisinin ait oldugu kiimenin diger elemanlarina
olan uzakliklarinin ortalamasi a ve i verisinin ait olmadig1 en yakin
kiimenin elemanlarina olan uzakliklarin ortalamasi b olmak tizere S;,
ortalama Silhouette metrigi Es. 6 ile hesaplanir.

b-a

S = (6)

max (a,b)

4.2. Kiimeleme Bagarisinin Olgiilmesi (Measuring Quality of Clustering)

KD-AR Stream, BT-AR Stream ve VP-AR Stream algoritmalarinin
kiimeleme basarilarinmi karsilastirmak i¢in Sekil 14’te verilmis olan
prosediir kullanilmigtir. Her bir algoritma i¢in en yiiksek kiimeleme
basgarisini (en yiiksek ARI) veren parametreler tespit edilmis ve ilgili
parametreler ile elde edilen ARI, Saflik ve Silhouette metrigi degerleri
karsilagtirilarak hangisinin kiimeleme basaris1 agisindan daha iyi
oldugu degerlendirilmistir. Her bir algoritmanin her bir veri seti i¢in
elde ettigi en iyi parametreler ve bu parametrelere karsilik elde edilen
kiimeleme bagarilar1 Tablo 3, Tablo 4, Tablo 5 ve Tablo 6’da
verilmistir. Elde edilen sonuclara gore KD-AR Stream algoritmasinin
kiimeleme basaris: agisindan daha iyi oldugu sdylenebilir. KD-AR

Tablo 2. Deneysel ¢alismada kullanilan veri kiimelerinin 6zellikleri (Features of the datasets used in the experimental study)

Veri Kiimesi Tiiril Nitelik Sayis1 Ornek Sayisi Sinif Sayisi
IdealData Sentetik 3 210 5
ExclaStar Sentetik 2 755 3
Fisher Iris Gergek 4 150 3
Breast Cancer Gergek 9 699 2
Wine Gergek 13 178 3
Occupancy Gergek 5 8143 2
Aggregation Sentetik 2 788 7
KDD Gergek 38 50000 20
Thyroid Gergek 4 215 3
MrData Sentetik 2 42470 5
Zelnik4 Sentetik 2 622 5
Xclara Sentetik 2 3000 3
Zelnik?2 Sentetik 2 303 3
Sizes Sentetik 2 1000 4
Longl Sentetik 2 1000 2
Long3 Sentetik 2 1000 2
Cure-t0-2000n Sentetik 2 2000 3
Chainlink Sentetik 2 1000 2
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Tablo 3. KD-AR Stream algoritmasinda kullanilan parametreler (Test parameters of KD-AR Stream algorithm)

Algoritma Veri Kiimeleri N W r_threshold r_max
IdealData 7 22 01 002 0,2
ExclaStar 11 48 05 003 0,62
Fisher Iris 14 71 0,1 0,1 0,3
Breast Cancer 23 91 05 01 0,69
Wine 2 33 08 002 0,83
Occupancy 24 72 03 0,03 0,35
Aggregation 18 75 01 0,01 0,22
% KDD 285 89 08 007 1,07
) Thyroid 5 38 02 003 0,26
3:? MrData 23 76 01 00! 0,23
2 Zelnik4 20 87 01 003 0,22
Xclara 12 39 02 01 0,37
Zelnik2 16 51 01 004 0,3
Sizes 11 41 01 002 0,21
Longl 9 46 06 01 0,79
Long3 29 71 02 007 0,38
Cure-t0-2000n 16 56 03 003 0,43
Chainlink 0 78 09 001 1.07

Tablo 4. BT-AR Stream algoritmasinda kullanilan parametreler (Test parameters of BT-AR Stream algorithm)

Algoritma Veri Kiimeleri N W r r_threshold r_max
IdealData 6 7208 0,02 0,84
ExclaStar 6 60 0,20 0,07 0,45
Fisher Iris 15 32 070 003 0,75
Breast Cancer 29 82 0,60 0,10 0,84
Wine 8 26 050 0,07 0,61
Occupancy 17 82 020 0,08 0,47
Aggregation 10 66 010 0,01 0,25
% KDD 25 46 008 002 1,06
= Thyroid 5 53 030 002 0,40
Qé MrData 16 73 020 001 0,34
é Zelnik4 23 56 0,10 0,01 0,24
Xclara 5 20 0,20 0,08 0,44
Zelnik2 20 78 0,10 0,03 0,20
Sizes 6 61 0,10 003 0,26
Longl 24 62 020 0,09 0,29
Long3 28 56 020 0,07 0,33
Cure-t0-2000n 18 52 0,10 001 0,19
Chainlink 5 73090 001 L10

Stream algoritmasi yapilan 60 testin 35’inde en yiiksek degere
ulagirken, BT-AR Stream ve VP-AR Stream algoritmalari ise sirasiyla
28 ve 29 olarak tespit edilmigtir. Sekil 15°te ise algoritmalarin KDD
veri kiimesi tlizerinde test edilmesi ile elde edilen sonuglar
sunulmustur. Ayrica Onerilen algoritmalarin literatiirdeki farkli
algoritmalarla KDD veri kiimesi lizerinden karsilagtiritlmas1 Tablo
7’de gosterilmektedir. Elde edilen sonuglar dikkate alindiginda, BT-
AR Stream algoritmasinin diger algoritmalara gore %89,15 ARI skoru
ile daha iyi bir sonug iirettigi goriilmektedir.
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4.3. Calisma Zamani Karmasikligi (Comparision of Run-time Complexity)

Tablo 1°de verildigi gibi KD-AR Stream, BT-AR Stream ve VP-AR
Stream algoritmalarinin ¢alisma zamanlar1 birbirlerine benzerlik
gostermektedir. Ancak, secilen parametreler c¢alisma zamanini
dogrudan etkilemektedir. Sekil 15°te goriildiigii gibi KDD veri setinde
en yliksek ARI degerlerini veren parametrelere karsilik algoritmalarin
caligma zamanlari karsilastirildiginda BT-AR Stream algoritmasinin
¢aligma zamaninin daha iyi oldugu Sekil 16’da goriilmektedir.
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Tablo 6. Algoritmalarin kiimeleme bagarisi (Clustering performance of the algorithms)

Veri ARI Saflik Silhouette Metrigi [-1, 1]
Kiimeleri KD-AR BT-AR VP-AR KD-AR BT-AR VP-AR KD-AR BT-AR VP-AR
Stream Stream Stream Stream Stream Stream Stream Stream Stream
IdealData 0,6339 0,5570 0,575 0,8190 0,7000 0,7571 0,4023 0,4956 0,8185
ExclaStar 0,9739 0,9704 0,9739 0,9907 0,9907 0,9907 0,5539 0,4581 0,5539
Fisher Iris 0,5681 0,7087 0,7853 0,6667 0,8867 0,9200 0,6295 0,3234 0,3398
Breast Cancer 0,8502 0,8502 0,8556 0,9614 0,9614 0,9628 0,5794 0,5794 0,5781
Wine 0,8965 0,5238 0,7406 0,9663 0,7247 0,8989 0,2755 0,2191 0,2286
Glass 0,2311 0,2374 0,1998 0,4533 0,4579 0,4439 0,4876 0,4936 0,5193
Aggregation  0,9053 0,8930 0,8371 0,9518 0,9480 0,8629 0,4580 0,4241 0,4051
KDD 0,6818 0,8915 0,6629 0,9629 0,9683 0,9552 0,2056 0,6718 0,4968
Thyroid 0,8670 08123 0,8002 0,9488 0,9163 0,8837 0,4134 0,4341 0,3007
MrData 0,9742 0,9688 0,9647 0,9859 0,9826 0,9802 0,5475 0,5512 0,5560
Zelnik4 0,9920 0,9920 0,7806 0,9968 0,9968 0,8167 0,5669 0,5669 0,4584
Xclara 0,9905 0,9909 0,9906 0,9970 0,9973 0,9970 0,5805 0,5860 0,6584
Zelnik2 1,0000 1,0000 1,000 1,0000 1,0000 1,000 0,4699 0,4699 0,4699
Sizes 0,9571 0,9891 0,9891 0,9770 0,9960 0,9960 0,5711 0,5560 0,5480
Longl 1,0000 1,0000 1,000 1,0000 1,0000 1,000 0,6820 0,6820 0,6820
Long3 1,0000 1,0000 1,000 1,0000 1,0000 1,000 0,6795 0,6795 0,6795
Cure-t0-2000n0,9976 1,0000 1,000 0,9990 1,0000 1,000 0,4119 0,4144 0,4144
Chainlink 0,7290 0,5266 0,7020 0,9270 0,8630 0,9190 0,1153 0,1306 0,1763

Tablo 7. Onerilen algoritmalarin KDD veri seti iizerindeki performanslarimn literatiirdeki algoritmalarla karsilastirilmast
(Comparison of the performances of the proposed algorithms on the KDD dataset with the algorithms in the literature)

Calisma Yil Veri Kiimesi Uygunlugu Veri Sayis1  Yontem ARI
CEDAS [29] 2017 Benzer 495020 Mikro-kiime yaklagimi 0,2415
pcStream?2 [30] 2017 Ayni 50.000 Temel bilesenler analizi 0,7625
KD-AR Stream [37] 2019 Ayni 50.000 K-boyutlu agag 0,6818
TSHC [31] 2022 Benzer 495020 Uzaysal hiper kiipler 0,2265
VP-AR Stream (Onerilen) Onerilen  Ayni 50.000 Bakis noktasi agact 0,663
BT-AR Stream (Onerilen) Onerilen  Ayni 50.000 Kiire agaci 0,8915

5. Sonuclar ve Tartismalar (Results and Discussions)

Bu calisgmada KD-AR Stream algoritmasma alternatif olarak
gelistirilen Kiire Agaci tabanli BT-AR Stream ve Bakis Noktas1 Agaci
tabanli VP-AR Stream algoritmalari, KD-AR Stream algoritmasi ile
hem kiimeleme hem de ¢alisma zamani agisindan karsilagtirilmstir.
Yapilan deneysel ¢alismalarin sonucuna gore; kiimeleme basarisi
acisindan her {i¢ algoritmanin da genel olarak basarili sonuglar
verdigi, bununla beraber her bir algoritmanin belirli veri kiimelerinde
daha bagsarili oldugu tespit edilmistir. ExclaStar, Breast Cancer,
Occupancy, Zelnik2, Long1 ve Long3 veri setlerinde her {i¢ algoritma
da birbirine yakin sonuglar vermektedir. Ancak Fisher Iris, Wine,
KDD, Thyroid ve Chainlink veri setlerinde oldukg¢a farkli sonuglar
elde edilmistir. Buna ragmen Tablo 6’da da goriilebilecegi gibi
kiimeleme basaris1 acisindan KD-AR Stream algoritmasinin diger iki
algoritmaya gore daha iyi sonug verdigi sdylenebilir.

Algoritmalar ¢alisma zamani agisindan kiyaslandiginda Sekil 16°da
goriildiigli tizere BT-AR Stream algoritmasi daha avantajlidir. KD-
AR Stream algoritmasi ise ¢alisma zamani agisindan performansi en
diisiik algoritma olarak tespit edilmistir. Ozellikle akan veri
kiimeleme uygulamalarinin hedefinin biiylik veri setlerini gercek
zamanli olarak kiimeleme oldugu g6z oniinde bulunduruldugunda,
BT-AR Stream algoritmasinin daha avantajli oldugu sdylenebilir.
Deneysel ¢alismada kullandigimiz MrData veri setinin %10’u sapan

verilerden olusmaktadir. Her {i¢ algoritma da bu veri setinde yiiksek
kiimeleme basarisina ulasmaktadir. Bununla birlikte KD-AR Stream
%97,4°1 asan basar ile en yiliksek ARI degerine ulasan algoritmadir.
Ancak Silhouette metrigi olarak ise en yiiksek degere VP-AR Stream
algoritmasi ulagmaktadir. Genel bir degerlendirme yapacak olursak
her ii¢ algoritmanin sapan verilere karst ¢ok direngli bir yapiya sahip
oldugunu séylemek miimkiindiir.

6. Sonuclar (Conclusions)

Bu ¢alismada, akan veri kiimeleme i¢in iki yeni algoritma gelistirilmis
ve bagartyla uygulanarak test edilmistir. Gelistirilen BT-AR Stream
ve VP-AR Stream algoritmalari, daha once Senol ve Karacan
tarafindan gelistirilen KD-AR Stream algoritmasi ile gesitli veri
kiimeleri kullanilarak ARI, Saflik ve Silhouette metrikleri {izerinden
kiyaslanmigtir. Yapilan deneysel c¢aligmalar neticesinde, gelistirilen
algoritmalarin basarili sonuglar verdikleri goriilmiistiir. Elde edilen
sonuglar analiz edildiginde, her ii¢ algoritma da basarili sonuglar
vermesine ragmen BT-AR Stream algoritmasinin daha basarili
sonuglar verdigi gézlemlenmektedir. KDD veri seti 6zelinde, BT-AR
Stream algoritmasmin %89,15 ARI, %96,83 Saflik ve %67,18
Silhouette degerleri ile diger iki algoritmadan daha basarili sonuglar
verdigi tespit edilmistir. Bununla beraber BT-AR Stream algoritmasi
caligma zamani agisindan da diger iki algoritmaya gore daha hizli
caligmaktadir. Ayrica, BT-AR Stream algoritmasinin literatiirdeki
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Sekil 15. Algoritmalarin KDD veri seti lizerinde test edilmesi ile elde edilen sonuglar
(Obtained results by testing the algorithms on the KDD dataset)
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Sekil 16. Algoritmalarin ¢aligma zamanlarinin kargilagtirmasi (Run-time comparison of algorithms)

giincel diger algoritmalara kiyasla en iyi ARI degerini verdigi de tekniklerinin gelistirilen algoritmalarin performansina etkilerinin
gozlemlenmektedir. Gelecek ¢alismalarinda, farkli 6znitelik se¢im arastirilmasi ve yeni agag tiirlerinin kullanilmasi planlanmaktadir.
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