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Accurate estimation of global solar radiation is critical for solar energy conversion systems (modelling, design 
and operation) and future investment policies. In this study, daily average monthly solar radiation estimation 
were performed using the  long‐short  term memory  (LSTM) method. For  this aim, monthly sunshine radiation 
data obtained from the Sivas Province in the Central Anatolia Region of Turkey was used. Mean absolute percent 
error (MAPE), root mean square error (RMSE) and correlation coefficient (R) tests were used for forecast accuracy 
assessment. The results showed that the LTSM model predicted solar radiation effectively with MAPE of 9.446%, 
RMSE of 0.496 kWh/m2day, and R of 0.976 for the study area. 
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ÖZ 
Küresel güneş ışınımının doğru tahmini, güneş enerjisi dönüşüm sistemleri (modelleme, tasarım ve işletme) ve 
gelecekteki yatırım politikaları için kritik bir öneme sahiptir. Bu çalışmada uzun‐kısa süreli bellek (LSTM) yöntemi 
kullanılarak günlük ortalama aylık güneş ışınımı tahmini yapılmıştır. Bunun için Türkiye’nin İç Anadolu Bölgesinde 
bulunan Sivas ilinden elde edilen aylık güneş ışınımı verileri kullanılmıştır. Tahmin doğruluğunun değerlendirmesi 
için ortalama mutlak yüzde hata (MAPE), kök ortalama kare hatası (RMSE) ve korelasyon katsayısı (R) testleri 
kullanılmıştır. Sonuçlar LSTM modelinin çalışma alanı için güneş ışınımını %9.446 MAPE, 0.496 kWh/m2gün RMSE 
ve 0.976 R değerleri ile etkin bir şekilde tahmin ettiğini göstermektedir. 
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Giriş
Fosil  kaynaklı  yakıtların  sınırlı  olması,  elde  edilme 

sürecinde  ve  tüketilmesi  sonrasında  çevre,  ekosistem  ve 
insan  sağlığına  verdiği  yıkıcı  zararlar  ve bunlara  ek  olarak 
artan enerji tüketimi ve fiyatları nedeniyle alternatif enerji 
kaynaklarına  olan  ilgi  her  geçen  gün  artmaktadır.  Güneş 
enerjisi  dikkate  alındığında  2011  ile  2021  yılları  arasında 
kurulu  fotovoltaik  (PV)  gücün  yıllık  büyüme  oranı  dünya 
genelinde  %27,9, Türkiye’de ise %102,6 seviyesindedir (BP, 
2022). 

Güneş  ışınımı,  güneş  enerji  sistemleri  başta  olmak 
üzere;  ısıl  konfor,  güneş  enerjisiyle  ısıtma  ve  soğutma, 
endüstriyel  ısıtma  ve  tarımsal  üretim  gibi  birçok 
mühendislik  uygulamasının  tasarımı  ve  ekonomik 
değerlendirmesi  için  zorunlu  bir  veridir.  Bununla  birlikte 
daha çok ölçüm araçlarının kurulum ve bakımlarının pahalı 
olması  nedeniyle  yaygın  olarak  elde  edilememektedir. 
Örneğin bu çalışmanın yapıldığı Sivas  ili  için 2010 yılından 
günümüze kadar sadece bir ölçüm istasyonu için tüm yıllara 
ait güneş ışınımı verileri bulunmaktadır. Bu nedenle güneş 
ışınımı; güneşlenme süresi, bağıl nem, sıcaklık, yağış miktarı, 
bulutluluk gibi daha yaygın olarak elde edilen meteorolojik 
veriler  ya  da  daha  önceki  yıllara  ait  güneş  ışınımı  verileri 
kullanılarak çeşitli yöntemlerle tahmin edilmektedir. 

 Güneş ışınımı tahmininde deneysel (ampirik) modeller, 
yapay  sinir  ağları  ve  diğer  makine  öğrenme  yöntemleri 
yaygın  olarak  kullanılmaktadır.  Deneysel  yöntemleri; 
yalnızca  güneşlenme  süresinin  kullanıldığı  modeller, 
güneşlenme  süresine  sıcaklık  gibi  diğer  meteorolojik 
verilerin eklenmesiyle oluşturulan modeller ve güneşlenme 
süresinin  kullanılmadığı  modeller  olarak  sınıflamak 
mümkündür. Makine öğrenme modelleri  ise meteorolojik 
verilerin  farklı  birleşimlerinden  oluşan  girdiler,  nöron  ve 
katman  sayıları,  öğrenme  algoritmaları  ve  transfer 
fonksiyonları  gibi  birçok  değişkenin  kullanıldığı  çok  daha 
karmaşık  modellerdir  (Zhang  ve  ark.,  2017).  Türkiye’nin 
farklı  bölgeleri  için  çeşitli  araştırmacılar  tarafından  hem 
deneysel  hem  de  makine  öğrenme  modelleriyle  güneş 

ışınımı  tahminleri  gerçekleştirilmiştir  (Akinoglu  ve  Ecevit, 
1990;  Sözen  ve  ark.,  2004;  Şen  ve  ark.,  2004;  Sözen  ve 
Arcaklioğlu,  2005;  Bakirci  2009;  Şenkal  ve  Kuleli,  2009; 
Şenkal 2010; Koca ve ark., 2011; Bilgili ve Ozgoren, 2011; 
Ozgoren ve ark., 2012; Celik ve Muneer, 2013; Sahin ve ark., 
2013;  Yildiz  ve  ark.,  2013;  Gül  ve  Çelik,  2017;  Gurlek  ve 
Sahin,  2018;  Arslan  ve  ark.,  2019;  Ballı,  2021).  Bu 
çalışmalarda  makine  öğrenme  modellerinin  deneysel 
modellere göre daha iyi sonuçlar verdiği görülmektedir. 

Bu  çalışmada  Uzun‐Kısa  Süreli  Bellek  (LSTM)  yöntemi 
aracılığıyla  Sivas  ili  sınırlarında  bulunan  bir  meteorolojik 
istasyondan elde edilen veriler kullanılarak günlük ortalama 
aylık  güneş  ışınımı  verileri  tahmin  edilmiştir.  Günlük 
ortalama aylık  güneş  ışınım  verilerinin  tahmininde  zaman 
serisi  yaklaşımı  kullanılmıştır.  Önerilen  yöntem,  karmaşık 
hesaplamalar  gerektirmeden  veya  kapsamlı  çevresel, 
topografik ve meteorolojik verilere sahip olmadan, günlük 
ortalama aylık güneş ışınım verilerinin bir ay ilerisini tahmin 
etmektedir. Zaman serisi yaklaşımı, zaman serisi verilerinin 
stokastik  bileşenini  yakalayabilir,  ayrıca  makine  öğrenme 
araçları,  zaman  serisi  verilerinin  belirleyici  kısmını  tahmin 
edebilir.  Bu  nedenle  bu  çalışmada,  günlük  ortalama  aylık 
güneş  ışınım  verilerinin  zaman  serisi  verileri  için  makine 
öğrenmesi ve zaman serisi yöntemlerinin birlikte kullanıldığı 
bir tahmin yöntemi ele alınmıştır. 

 
Yöntem 

 
Çalışma Alanı ve Veri 
Bu çalışmada, Meteoroloji Genel Müdürlüğü’nün Sivas il 

sınırları  içerisinde  bulunan  bir  ölçüm  istasyonundan  elde 
edilen on üç yıllık (2010‐2022) günlük ortalama aylık toplam 
güneş  ışınımı  verileri  kullanılmıştır.  Rakımı  1121  m  olan 
ölçüm istasyonunun konum haritası Şekil 1’de sunulmuştur. 
Konum  haritası  ArcGIS  Pro  yazılımı  kullanılarak 
oluşturulmuştur.  
 

 

Şekil 1. Ölçüm istasyonunun konum haritası 
Figure 1. Location map of the measuring station 
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Şekil 2. Aylık toplam güneş ışınımı dağılımı 
Figure 2. Distribution of the monthly global solar radiation 

 

 

Şekil 3. LSTM katman mimarisi 
Figure 3. LSTM layer architecture 

 
Ölçüm istasyonunun 2010‐2022 yılları arasındaki aylık 

ortalama  toplam  güneş  ışınımı,  minimum  sıcaklık, 
maksimum sıcaklık, ortalama sıcaklık, bağıl nem ve yağış 
miktarı  sırasıyla:  4,44  kWsaat/m2gün,  0,20  0C,  25,42  0C, 
12,53 0C, %53,29 ve 28,42 mm dir. Şekil 2’de 2010‐2022 
yılları  arasındaki  aylık  toplam  güneş  ışınımı  dağılımı 
görülmektedir.  LSTM  analizlerinde  2010‐2020  yılları 
arasındaki  veriler  eğitim  için,  2021  ve  2022  yıllarına  ait 
veriler ise test için kullanılmıştır. 

 
Uzun‐Kısa Süreli Bellek Yöntemi 
LSTM  ağları  zaman  serilerinin  tahmini  için  yaygın 

olarak kullanılan oldukça güçlü ve etkili bir tür geliştirilmiş 
tekrarlayan  sinir  ağı  (RNN)  yapılarıdır.  LSTM  ilk  önce 
Hochreiter  ve  Schmidhuber  (1997)  tarafından  ortaya 
konmuş  daha  sonra  Gers  ve  ark.  (2000)  tarafından 
geliştirilmiştir.  Genel  olarak  bir  LSTM  birimi  (veya 
katmanı); bir hafıza hücresi (memory cell), bir giriş kapısı 
(input gate), bir  çıkış  kapısı  (output gate)  ve bir unutma 
kapısından  (forget  gate)  oluşur.  Giriş  ve  çıkış  kapıları 
sırasıyla birime giren ve birimden çıkan verileri düzenler. 
Unutma kapısının en önemli görevi  ise bir önceki zaman 
adımına  ait  hangi  verilerinin  saklanacağına  veya 
atılacağına  (unutulacağına)  karar  vermektedir.  Hafıza 

hücresi  ise  bilginin  kullanılabilir  (yararlı)  olup  olmadığını 
değerlendirir (Yu ve ark., 2019).  

Tipik bir LSTM katman mimarisi Şekil 3’te sunulmuştur. 
Bu  diyagram,  S  uzunluğundaki  C  özelliklerine  sahip  X 
zaman  serisinin  bir  LSTM  katmanından  akışını 
göstermektedir. Diyagramda, ht  ve ct  sırasıyla  çıkışı  (gizli 
durum  olarak  da  bilinir)  ve  t  zaman  adımındaki  hücre 
durumunu gösterir. 

İlk  LSTM  bloğu,  ilk  çıkışı  ve  güncellenmiş  hücre 
durumunu hesaplamak  için  ağın başlangıç durumunu  ve 
dizinin ilk zaman adımını kullanır. t zaman adımında blok, 
çıktıyı ve güncellenmiş hücre durumunu ct hesaplamak için 
ağın  mevcut  durumunu  (ct‐1,  ht‐1)  ve  dizinin  bir  sonraki 
zaman adımını kullanır. Katmanın durumu, gizli durumdan 
(aynı  zamanda  çıkış  durumu  olarak  da  bilinir)  ve  hücre 
durumundan oluşur. t zaman adımındaki gizli durum, bu 
zaman adımı  için  LSTM katmanının  çıktısını  içerir. Hücre 
durumu,  önceki  zaman  adımlarından  öğrenilen  bilgileri 
içerir. Her zaman adımında, katman hücre durumuna bilgi 
ekler  veya  hücre  durumundan  bilgi  çıkarır.  Katman, 
kapıları kullanarak bu güncellemeleri kontrol eder. Tablo 
1,  LSTM  katman  mimarisindeki  bileşenleri  ve  bunların 
amaçlarını  vermektedir.  Bu  bileşenler,  katmanın  hücre 
durumunu ve gizli durumunu kontrol eder. 
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Şekil 4. t zaman adımındaki veri akışı 
Figure 4. Data flow at time step t 

 
Tablo 1. LSTM katman mimarisindeki bileşenler ve amaçları 
Table 1. LSTM architecture components and their purposes 
Bileşen  Amaç 

Giriş geçidi (i)  Hücre durumu güncellemesinin düzeyini kontrol eder 
Unutma geçidi (f)  Hücre durumu sıfırlamasının düzeyini kontrol eder 
Hücre geçidi (g)  Hücre durumuna bilgi ekler 
Çıkış geçidi (o)  Gizli duruma eklenen hücre durumunun düzeyini kontrol eder 

 
Tablo 2. t zaman adımındaki bileşenleri açıklayan formüller 
Table 2. Formulas describing the components at time step t 

Bileşen  Eşitlik  

Giriş geçidi (i)  𝑖 𝜎 𝑊 𝑥 𝑅 ℎ 𝑏 (4) 

Unutma geçidi (f)  𝑓 𝜎 𝑊 𝑥 𝑅 ℎ 𝑏   (5) 

Hücre geçidi (g)  𝑔 𝜎 𝑊 𝑥 𝑅 ℎ 𝑏   (6) 

Çıkış geçidi (o)  𝑜 𝜎 𝑊 𝑥 𝑅 ℎ 𝑏 (7) 

 
Şekil 4, t zaman adımındaki veri akışını göstermektedir. 

Bu  diyagram,  kapıların  hücreyi  ve  gizli  durumları  nasıl 
unuttuğunu, güncellediğini ve çıktısını vurgular. 

Bir  LSTM  katmanının  öğrenilebilir  ağırlıkları,  girdi 
ağırlıkları W, yinelenen ağırlıklar R ve bias b'dir. W, R ve b 
matrisleri,  sırasıyla  her  bir  bileşenin  girdi  ağırlıklarının, 
yinelenen ağırlıklarının ve biasın birleşimidir. Bu matrisler 
aşağıdaki gibi birleştirilir: 
 

𝑊

⎣
⎢
⎢
⎡
𝑊
𝑊
𝑊
𝑊 ⎦

⎥
⎥
⎤
 , 𝑅

⎣
⎢
⎢
⎡
𝑅
𝑅
𝑅
𝑅 ⎦

⎥
⎥
⎤

, 𝑏

⎣
⎢
⎢
⎡
𝑏
𝑏
𝑏
𝑏 ⎦

⎥
⎥
⎤
 

 (1) 

 
Burada  i,  f,  g  ve  o  sırasıyla  giriş  geçidini,  unutma 

geçidini, hücre adayını ve çıkış geçidini gösterir.  t zaman 
adımındaki hücre durumu aşağıdaki şekilde verilir: 
 

𝑐 𝑓 ⨀𝑐 𝑖 ⨀𝑔   (2)
Burada  ⨀,  vektörlerin  eleman  bazında  çarpımını 

belirtir. t zaman adımındaki gizli durum şu şekilde verilir: 
 

ℎ 𝑜 ⨀𝜎 𝑐   (3)
 

Burada  𝜎  durum  aktivasyon  fonksiyonunu  gösterir. 
LSTM işlevi, durum etkinleştirme işlevini hesaplamak için 
varsayılan olarak hiperbolik tanjant işlevini (tanh) kullanır. 
Tablo  2,  t  zaman  adımındaki  bileşenleri  açıklayan 
formülleri vermektedir. 

 
Bu hesaplamalarda 𝜎  geçit aktivasyon  fonksiyonunu 

ifade eder. LSTM işlevi, varsayılan olarak, geçit aktivasyon 
fonksiyonunu hesaplamak için aşağıdaki gibi  ifade edilen 
sigmoid  işlevini  kullanır.  Detaylı matematiksel  arka  plan 
Hochreiter  ve  Schmidhuber  (1997),  ve  Bilgili  ve  ark., 
(2022) çalışmalarında bulunabilir. 
 

𝜎 𝑥 1 𝑒   (8)
 

İstatistiksel Test Yöntemleri 
LSTM modelinin tahmin başarısını sınamak için aşağıda 

formülleri  verilen  üç  farklı  istatistiksel  değerlendirme 
ölçütü: ortalama mutlak yüzde hata (MAPE), kök ortalama 
kare  hatası  (RMSE)  ve  korelasyon  katsayısı  (R) 
kullanılmıştır.  MAPE  ve  RMSE  değerlerinin  olabildiğince 
küçük ve  sıfıra  yakın olması  istenir. MAPE değerleri  için; 

MAPE  %10  yüksek  tahmin  doğruluğunu,  %10    MAPE 

%20  iyi  tahmini,    %20    MAPE  %50  kabul  edilebilir 
tahmini  ve  MAPE  %50  hatalı  tahmini  göstermektedir 
(Rao ve ark., 2018). 

Ortalama mutlak yüzde hata (MAPE): 
           

𝑀𝐴𝑃𝐸
1
𝑛

Ö 𝑇
Ö

𝑥100 
(9) 

 
Kök ortalama kare hatası (RMSE): 
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𝑅𝑀𝑆𝐸
∑ Ö 𝑇

𝑛
 

 

(10)

Korelasyon katsayısı (R): 
        

𝑅
∑ Ö Ö 𝑇 𝑇

∑ Ö Ö 𝑇 𝑇

 

 

   
 
(11) 

 
Bulgular ve Tartışma 

 
Bu  çalışmada  aylık  toplam  güneş  ışınımı  tahmini  için 

LSTM yöntemi kullanılarak zaman serisi analizi yapılmıştır. 

Bu yöntemin en önemli avantajı güneş ışınımı tahmini için; 
güneşlenme süresi, sıcaklık, nem, bulutluluk, yağış miktarı 
gibi  diğer  meteorolojik  verilere  ihtiyaç  duymamasıdır. 
LSTM  ağının  eğitimi  ve  tahminleri  için  geçmiş  yıllara  ait 
aylık güneş ışınımı verileri girdi olarak kullanılmıştır. 

LSTM  yöntemiyle  elde  edilen  ölçüm  ve  tahmin 
değerlerinin dağılımı ve regresyon analiz grafikleri eğitim 
ve test için sırasıyla Şekil 5 ve Şekil 6’da sunulmuştur. Şekil 
5  ve  6’dan  LSTM ağının oldukça  iyi  eğitildiği,  2021‐2022 
yıllarındaki  test  döneminde  tahmin  verilerinin  ölçüm 
verilerini iyi bir şekilde temsil ettiği açıkça görülmektedir. 
Bununla birlikte test döneminde ölçüm verilerinin daha az 
tahmin edilme (underestimate) eğiliminde olduğu dikkat 
çekmektedir.  

 

Şekil 5. Eğitim için a) aylık toplam güneş ışınımı ölçüm ve tahmin dağılımı, b) korelasyon grafiği 
Figure 5. For training a) distributions of the measured and predicted monthly global solar radiation, b) correlation graph  

 

Şekil 6. Test için a) aylık toplam güneş ışınımı ölçüm ve tahmin dağılımı, b) korelasyon grafiği 
Figure 6. For testing a) distributions of the measured and predicted monthly global solar radiation, b) correlation graph 
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Şekil 7. Taylor diyagramı a) eğitim b) test 
Figure 7. Taylor diagram a) train b) test 

 

 

Şekil 8. Önümüzdeki on yıl için aylık toplam güneş ışınımı dağılımı 
Figure 8. Distribution of the monthly global solar radiation for the next ten years 

 
Eğitim verileri için istatistiksel değerlendirme ölçütleri; 

MAPE,  RMSE  ve  R  değerleri  sırasıyla  %9,129,  0,407  ve 
0,978 olarak elde edilmiştir. Test verileri için MAPE, RMSE 
ve R değerleri sırasıyla %9,446, 0,496 ve 0,976 olarak elde 
edilmiştir.  Hem  eğitim  hem  de  test  verileri  için  MAPE 
değerlerinin  10’dan  küçük  olduğu  görülmektedir.  Elde 
edilen istatistiksel tahmin değerlendirme ölçütlerine göre 
LSTM’nin  ilgili  istasyon  için  aylık  toplam  güneş  ışınımını 
yüksek doğrulukta tahmin ettiği görülmektedir. Ek olarak 
bu bulgular; standart sapma, korelasyon katsayısı ve kök 
ortalama  kare  hatasını  aynı  anda  gösteren  Taylor 
diyagramı  (Taylor,  2001)  aracılığıyla  da  doğrulanabilir. 
Şekil 7’de Taylor diyagramı sunulmuştur. Şekil 8’de ileriye 
dönük  10  yıllık  toplam  güneş  ışınımı  tahminlerine  ait 
dağılım sunulmuştur. 

 
Sonuç 

 
Bu çalışmada Uzun‐Kısa Süreli Bellek (LSTM) yöntemi 

aracılığıyla günlük ortalama aylık güneş ışınımı için ileriye 
dönük tahminler yapılmıştır. Tahminler için Sivas il sınırları 
içerisinde bulunan bir ölçüm istasyonundan elde edilen on 
üç  yıllık  (2010‐2022)  güneş  ışınımı  verileri  kullanılmıştır. 
2010‐2020 yılları arasındaki 132 aylık veri eğitim için, 2021 
ve 2022 yıllarına ait 24 aylık veri ise test için kullanılmıştır. 
Tahminlerin  doğruluğu  MAPE,  RMSE  ve  R  istatistiksel 
değerlendirme ölçekleriyle sınanmıştır. Eğitim ve test için 
sırasıyla  MAPE  değeri  %9,129  ve  %9,446,  RMSE  değeri 
0,407  ve  0,496,  R  değeri  ise  0,978  ve  0,976  olarak  elde 
edilmiştir.  LSTM’nin günlük ortalama aylık  toplam güneş 
ışınımını  yüksek  doğrulukta  tahmin  ettiği  görülmüştür. 
LSTM  yönteminin  incelenen  bölgede  daha  önceki  güneş 
ışınımı  verileri  kullanılarak  ileriye  dönük  güneş  ışınımı 
tahminlerinde  etkin  olarak  kullanılabileceği  sonucuna 
varılmıştır. 

 
Teşekkür 

 
Verileri  sağlayan  Meteoroloji  Genel  Müdürlüğü’ne 

teşekkür ederiz. 
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