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ÖZ 

Kaya sınıflandırması tünel ve yeraltı çalışmalarının yanı sıra madencilik ve hidrokarbon araştırmalarında 

da önem teşkil eder. Kayaların türünün yanlış tespiti hem para hem de zaman kaybına yol açar. Bu 

çalışmada 4 farklı kaya sınıfının fiziksel ve mekanik özellikleri kullanılarak kaya sınıflandırması 

yapılmıştır. Sınıflandırma için Bulanık Sırasız Kural İndüksiyon Algoritması, Bulanık Kafes Akıl 

Yürütme, Çok Amaçlı Evrimsel Bulanık sınıflandırıcıları kullanıldı. Çok Amaçlı Evrimsel Bulanık MOE 

Bulanık sınıflandırıcısı, ENORA ve NSGA II algoritmalarına dayanmaktadır. Bu nedenle bu algoritmalar 

ayrı ayrı kullanılmıştır. Verilere sınıflandırma öncesi Sentetik Azınlık Aşırı Örnekleme Tekniği 

uygulanılmış ve bu işlemden önceki ve işlem sonrasında sınıflandırma performansları karşılaştırılmıştır. 

Sonuç olarak Sentetik Azınlık Aşırı Örnekleme Tekniği ile sınıflandırma başarısının arttığı görülmüştür. 

Sınıflandırmada en başarılı algoritma FURIA algoritması olmuştur. Algoritmanın doğruluğu %93, hata 

değeri 0.16’dır.  

Anahtar Kelimeler: Bulanık mantık algoritmaları; Kaya; Sınıflandırma; Yapay Zeka. 

 

 

 

Rock Classification with Fuzzy Logic Algorithms  
 

ABSTRACT 

Rock classification is important in mining and hydrocarbon exploration as well as tunnel and underground 

work. Incorrect determination of the type of rocks leads to a waste of both money and time. In this study, 

physical and mechanical properties of 4 different rock classes have been used. For classification, Fuzzy 

Unordered Rule Induction Algorithm, Fuzzy Lattice Reasoning, Multi-objective Evolutionary Fuzzy 

classifiers have been used. The MOE Fuzzy classifier is based on the ENORA and NSGA II algorithms. 

Therefore, these algorithms have been used separately. The Synthetic Minority Oversampling Technique 

has been applied to the data before classification and the classification performances have been compared 

before and after this process. As a result, it has been observed that the classification success increased with 

the Synthetic Minority Oversampling Technique. The most successful algorithm in classification has the 

FURIA algorithm. The accuracy of the algorithm is 93% and the error value is 0.16.  

Keywords: Fuzzy logic algorithms; Rock; Classification: Artificial Intelligence
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1. GİRİŞ 

Yeraltı yapıları, tünel baraj gibi mühendislik projeleri için kayaların fiziksel ve mekanik özelliklerinin 

bilinmesi gerekir. Kayalar bu fiziksel ve mekanik özelliklerine göre sınıflandırılırlar. Bu projelerdeki 

tehlikelerin çoğu kayaların türünün yanlış tespit edilmesinden kaynaklanır [1]. Bu nedenle kaya 

sınıflandırması mühendislik projelerinde önemli bir yere sahiptir. Öncelikle kaya sınıflandırılmasında 

kayaların fotoğraf görüntüleri kullanıldı. Bu görüntüler derin bir evrişimli sinir ağına girdi olarak verilip 

kaya sınıfı belirlendi [2]. Birleştirilmiş evrişimli sinir ağlarına dayalı petrografik ince kesit görüntülerde 

kaya sınıflandırması yapıldı [3]. Karbonat kaya mikro CT görüntüleri kullanılarak litolojik sınıflandırması 

yapıldı [4]. Gama ışını, özdirenç, nötron-yoğunluk gözeneklilik farkı, ortalama nötron yoğunluk ve 

jeolojik kısıtlama değişkenleri derin evrişimli sinir ağına girdi parametreleri olarak kullanıldı ve 

kuyulardaki litolojik fasiyes sınıflandırması yapıldı [5]. Tünel çalışmaları için derin öğrenme tabanlı kaya 

sınıflandırması yapıldı [6]. Kaya kütlesi sınıflandırmasında makine öğrenimi tekniklerinden faydalanıldı 

[7]. AdaBoost algoritması kullanılarak kaya kütlesi sınıfı tahmin edildi [8]. Dağ tünelinin kaya 

sınıflandırmasında sinir ağının uygulanabilirliği araştırıldı [9]. Kaya kütlesi özelliklerini tahmin etmek için 

kaya sınıflandırmasını yeniden gözden geçirildi [10]. Entropi ağırlığına dayalı kaya kütlesi sınıflandırması 

yapıldı [11]. Zagros tüneli-B İran için çeşitli kaya kütlesi sınıflandırma/karakterizasyon sistemleri 

arasındaki korelasyonlar incelendi [12]. Kaya kütlesi sınıflandırmada çeşitli optimizasyon algoritmaları da 

kullanıldı. Parçacık Sürü Optimizasyonu En Küçük Kareler destek vektörüne dayalı tünel çevreleyen kaya 

kütlesi için bir sınıflandırma yöntemi önerildi [13]. Tünel mühendisliğinde kaya sıkıştırma sınıflandırması 

için gri kurt optimizasyonuna dayalı geliştirilmiş olasılıksal sinir ağı algoritması kullanıldı [14]. 

Konvolüsyonel Sinir Ağı kullanarak mineral kayaç sınıflandırması yapıldı [15]. Önemli öngörücü 

değişkenleri tanıdıktan sonra kaya patlaması tahmini için akıllı sınıflandırma modelleri geliştirdi  [16]. 

Fliş gibi tektonik olarak bozulmuş heterojen kaya kütlelerinin jeoteknik sınıflandırılması yapıldı [17]. 

Kaya sınıflandırması Maden ve hidrokarbon araştırmasında da önemli bir yere sahiptir. Maden ve 

hidrokarbon araştırması sondaj karotlarından çıkarılan jeolojik ve jeoteknik bilgilere dayanır. Geleneksel 

karot karakterizasyonu tamamen bir jeoloğun uzmanlığına bağlıdır. Yeni teknolojiler, tahribatsız bir 

şekilde otomatik mineral analizi yapabilir. Bununla birlikte, otomatik kaya kütlesi karakterizasyonu 

önemli bir zorluk teşkil etmektedir. Bu bağlamda konvolüsyonel sinir ağları otomatik kaya kalitesi 

belirlemede kullanılmıştır [18]. Evrişimli sinir ağları kullanarak sondaj karot görüntülerinden otomatik 

litoloji sınıflandırması yapılıp [19], kaya geçirgenliğinin otomatik olarak sınıflandırılması için bir veri 

madenciliği yaklaşımı önerilmiştir. Yapılan çalışmada altı sınıflandırma algoritması (k-NN, NB, C4.5, RF, 

SMO ve MLP) kullanıldı ve kayaların geçirgenliğini dört farklı sınıfa ayrıldı [20]. Yapay zeka 

algoritmaları ile plütonik kayaların otomatik sınıflandırılması [21] ve ömür yolunu çevreleyen kayaçların 



 

 
Efeoğlu / Bulanık Mantık Algoritmaları ile Kaya Sınıflandırması 

 

471 

duyarlık tahmini yapıldı [22]. Ayrıca granitik sert kaya akiferleri bulunan alanlarda yeraltı suyu 

potansiyeli haritalaması için geleneksel sınıflandırma modelleri kullanıldı [23].  Döner sondaj işleminde 

titreşim sinyali kullanarak andezit, granit, kireçtaşı ve beton sınıflandırıldı [24]. Bu çalışmada volkanitler 

arkoz kumtaşı ve kireçtaşlarının mekanik ve fiziksel özellikleri kullanılarak bulanık mantık algoritmaları 

ile bu kayalar sınıflandırıldı. Bu çalışmada kullanılan veri seti ve sınıflandırma algoritmaları 2. Bölümde 

açıklanmış, algoritmaların performans değerlendirmesi 3. Bölümde yapılmış ve sonuçları sunulmuştur. 4. 

Bölümde sonuçlar yorumlanarak çalışma sonlandırılmıştır. 

2. MATERYAL VE METHOD 

Çalışama için Kocaeli bölgesindeki beş bölgeden kaya örnekleri toplanmış ve laboratuvar testleri 

yapılmıştır. Laboratuvar testleri ile 10 volkanik ve 86 sedimanter kayaç olmak üzere toplam 96 kaya 

örneğinin P dalgası hızı, kuru birim ağırlığı, tek eksenli basınç dayanımı, Nokta Yük İndeksi, Brezilya 

Çekme Dayanımı, gözeneklilik ve Schmidt Geri Tepme Sayısı belirlenmiştir [1]. Bu değerler 

sınıflandırma için kullanılmıştır. Veri setinin dengesiz olması nedeniyle Sentetik Azınlık Aşırı Örnekleme 

Tekniği (Smote) kullanılmıştır. Bu teknik, veri setinde veri sayısı az olan sınıfları, sayıca çok olan 

sınıflarla eşitleyen bir tekniktir. Düşük sayıya sahip sınıftaki verileri sınıf içinde bulunan komşu verilere 

göre rastgele çoğaltarak yapar. Böylelikle sınıf dengesizliği problemi çözülmüş olur [25]. Daha sonra 

algoritmaların bu tekniği uygulanmadan ve bu teknik uygulandıktan sonraki sınıflandırma performansları 

karşılaştırılmıştır. 

 
 

Şekil 1. Veri setindeki sınıfların örnek sayıları 

 

2.1. Bulanık Sırasız Kural İndüksiyon Algoritması (FURIA) 

Bulanık kural tabanlı bir algoritmadır. FURIA, geleneksel kurallar yerine bulanık kuralları ve kural 

listeleri yerine sırasız kural kümelerini öğrenir. [26]. Bu sayede veri setlerinden bulanık mantık kurallarını 

üretebilir. Ayrıca etkili bir kural esnetme yöntemi kullanır. Bu algoritma bir kural çıkarım algoritması olan 

RIPPER algoritmasını genişletilmiş halidir. 
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2.2. Bulanık Kafes Akıl Yürütme (FLR) 

Bulanık kafes akıl yürütme algoritması olarak tasarlanmıştır. Oluşturulan bir matematiksel kafes içinde 

karar kuralı üretir [27]. Algoritmanın öğrenme hızı yüksektir. Aşamalı öğrenme söz konusudur. Öğrendiği 

kurallara bağlı kalır. Algoritma ayrıca eksik verilerle başa çıkma yeteneğine sahiptir. 

2.3. Çok Amaçlı Evrimsel Bulanık (MOE Fuzzy) 

ENORA veya NSGA-II Çok Amaçlı Evrim Algoritmasını kullanarak bulanık kural tabanlı bir 

sınıflandırıcı oluşturur. Bu sınıflandırıcının amacı, en yüksek doğrulukta sınıflandırma yapabilmek için 

kural sayısını ve hata oranını en aza indirip her bir bulanık küme setine dilbilimsel etiketleme yaparak 

sınıflandırma yapmaktır [28]. Bu sınıflandırıcı, ENORA ve NSGA II algoritmalarına dayanmaktadır. 

NSGA-II ile ENORA algoritmaları birbirlerinden popülasyon içindeki elemanların sıralamasının 

hesaplama şeklidir. ENORA algoritmasında, popülasyon içindeki bir elemanın sırası, o elemanın 

bulunduğu kümede baskın olmayacak bir düzeyde tutulur. NSGA-II algoritmasında ise baskın olmayacak 

seviyeye getirilir. 

3. PERFORMANS DEĞERLENDİRMESİ 

Volkanitler, arkoz, kum taşı ve kireç taşı 4 farklı bulanık mantık algoritması kullanılarak 

sınıflandırılmıştır. Sınıflandırma performanslarını karşılaştırmak için 10 kat çapraz doğrulama yöntemi 

kullanılmıştır. Eğitim ve 10 kat çapraz doğrulama yöntemi sonrasında elde edilen karışıklık matrisi Şekil 

2’de verilmiştir. 

   EĞİTİM 10-KAT ÇAPRAZ DOĞRULAMA 

  Tahmin edilen Tahmin edilen 

F
L

R
 

G
er

çe
k

 

 Volkanitler Arkoz Kumtaşı Kireçtaşı  Volkanitler Arkoz Kumtaşı Kireçtaşı 

Volkanitler 10 0 0 0 Volkanitler 9 0 0 1 

Arkoz 0 8 0 0 Arkoz 0 0 8 0 

Kumtaşı 0 0 56 0 Kumtaşı 1 0 55 0 

Kireçtaşı 0 0 17 5 Kireçtaşı 0 0 19 3 

F
U

R
IA

 

G
er

çe
k

 

 Volkanitler Arkoz Kumtaşı Kireçtaşı  Volkanitler Arkoz Kumtaşı Kireçtaşı 

Volkanitler 10 0 0 0 Volkanitler 9 0 0 1 

Arkoz 0 8 0 0 Arkoz 0 5 3 0 

Kumtaşı 0 0 53 3 Kumtaşı 1 0 52 3 

Kireçtaşı 0 1 3 18 Kireçtaşı 1 1 5 15 

E
N

O
R

A
 

G
er

çe
k

 

 Volkanitler Arkoz Kumtaşı Kireçtaşı  Volkanitler Arkoz Kumtaşı Kireçtaşı 

Volkanitler 10 0 0 0 Volkanitler 9 0 0 1 

Arkoz 0 8 0 0 Arkoz 1 3 3 1 

Kumtaşı 1 2 45 8 Kumtaşı 1 0 47 8 

Kireçtaşı 2 0 6 14 Kireçtaşı 0 2 10 10 

N
S

G
A

2
 

G
er

çe
k

 

 Volkanitler Arkoz Kumtaşı Kireçtaşı  Volkanitler Arkoz Kumtaşı Kireçtaşı 

Volkanitler 0 0 0 10 Volkanitler 9 0 0 1 

Arkoz 0 8 0 0 Arkoz 0 4 4 0 

Kumtaşı 0 1 53 2 Kumtaşı 1 0 51 4 

Kireçtaşı 0 1 4 17 Kireçtaşı 2 0 10 10 

Şekil 2. Eğitim ve çapraz doğrulama sonrası karmaşıklık matrisi 
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Şekil 2’ye göre bütün algoritmaların çapraz doğrulama yöntemi uygulandığında doğal olarak doğru 

tahmin ettikleri örnek sayısında bir azalma görülmektedir. Çapraz doğrulamada FURIA algoritması ile 

yapılan sınıflandırmada en yüksek doğru tahmin sayısına ulaşılmıştır. Algoritma bütün örneklerden sadece 

15 tanesini yanlış sınıflandırmıştır. Algoritmaların eğitim ve çapraz doğrulama sonrası elde edilen metrik 

değerleri sırasıyla Çizelge 1 ve Çizelge 2’de verilmiştir. Çizelgelerde her sınıfın Doğru pozitif  (DP) oranı, 

Yanlış pozitif (YP) oranı, Kesinlik, Duyarlılık, F-Skoru, MCC, AUC ve Kappa değerleri bulunmaktadır. 

Bu metrik değerlerinin 1olması çok iyi bir sınıflandırmanın gerçekleştiğinden söz edilebilir. Tablolar 

incelendiğinde NSGA2 algoritmasında bazı metrik değerlerinin hesaplanamadığı görülmektedir. Buna 

karşın en yüksek metrik değerleri hem eğitimde hem de çapraz doğrulamada FURIA algoritması 

kullanıldığında hesaplanmıştır. Bu durum bu algoritmanın diğer algoritmalardan daha başarılı olduğu 

şeklinde yorumlanabilir. Sınıflandırmalarda en yüksek Kappa değeri eğitimde 0.87, doğrulamada ise 0.72 

olarak hesaplanmıştır 

Çizelge 1: Eğitim sonrası sınıflandırma ölçütleri 

FLR 

Sınıf DP Oranı YP Oranı Kesinlik Duyarlılık F-Skoru MCC AUC Kappa 

Volkanitler 1 0 1 1 1 1 1 

0.66 
Arkoz 1 0 1 1 1 1 1 

Kumtaşı 1 0.42 0.76 1 0.86 0.66 0.78 

Kireçtaşı 0.27 0 1 0.22 0.37 0.43 0.61 

Ortalama 0.82 0.24 0.86 0.82 0.77 0.67 0.78 

FURIA 

Sınıf DP Oranı YP Oranı Kesinlik Duyarlılık F-Skoru MCC AUC Kappa 

Volkanitler 1 0 1 1 1 1 1 

0.87 
Arkoz 1 0.1 0.88 1 0.94 0.93 1 

Kumtaşı 0.94 0.07 0.94 0.94 0.94 0.87 0.94 

Kireçtaşı 0.81 0.04 0.85 0.81 0.83 0.79 0.91 

Ortalama 0.92 0.05 0.92 0.92 0.92 0.87 0.94 

ENORA 

Sınıf DP Oranı YP Oranı Kesinlik Duyarlılık F-Skoru MCC AUC Kappa 

Volkanitler 1 0.03 0.76 1 0.87 0.86 0.98 

0.67 
Arkoz 1 0.02 0.8 1 0.88 0.88 .098 

Kumtaşı 0.80 0.15 0.88 0.80 0.84 0.64 0.82 

Kireçtaşı 0.63 0.10 0.63 0.63 0.63 0.52 0.76 

Ortalama 0.80 0.11 0.80 0.80 0.80 0.66 0.84 

NSGA2 

Sınıf DP Oranı YP Oranı Kesinlik Duyarlılık F-Skoru MCC AUC Kappa 

Volkanitler 0 0 -- 0 -- -- 0.50 

0.67 
Arkoz 1 0.02 0.80 1 0.88 0.88 0.98 

Kumtaşı 0.94 0.10 0.93 0.94 0.93 0.85 0.92 

Kireçtaşı 0.77 0.16 0.58 0.77 0.66 0.55 0.80 

Ortalama 0.81 0.97 -- 0.81 -- -- 0.85 

 

 



 

 
Efeoğlu / Bulanık Mantık Algoritmaları ile Kaya Sınıflandırması 

 

474 

Çizelge 2: 10-kat çapraz doğrulama sonrası sınıflandırma ölçütleri 

FLR 

Sınıf DP Oranı YP Oranı Kesinlik Duyarlılık F-Skoru MCC AUC Kappa 

Volkanitler 0.9 0.01 0.9 0.9 0.9 0.88 0.94 

0.37 
Arkoz 0 0 -- 0 -- -- 0.50 

Kumtaşı 0.98 0.67 0.67 0.98 0.79 0.42 0.65 

Kireçtaşı 0.13 0.01 0.75 0.13 0.23 0.25 0.56 

Ortalama 0.69 0.39 -- 0.69 -- -- 0.65 

FURIA 

Sınıf DP Oranı YP Oranı Kesinlik Duyarlılık F-Skoru MCC AUC Kappa 

Volkanitler 0.9 0.02 0.81 0.90 0.85 0.84 0.99 

0.72 

Arkoz 0.62 0.01 0.83 0.62 0.71 0.70 0.86 

Kumtaşı 0.92 0.20 0.86 0.92 0.89 0.74 0.88 

Kireçtaşı 0.68 0.05 0.78 0.68 0.73 0.66 0.84 

Ortalama 0.84 0.13 0.84 0.84 0.83 0.73 0.88 

ENORA 

Sınıf DP Oranı YP Oranı Kesinlik Duyarlılık F-Skoru MCC AUC Kappa 

Volkanitler 0.9 0.02 0.81 0.90 0.85 0.84 0.93 

0.50 
Arkoz 0.37 0.02 0.60 0.37 0.46 0.43 0.67 

Kumtaşı 0.83 0.32 0.78 0.83 0.81 0.52 0.75 

Kireçtaşı 0.45 0.13 0.5 0.45 0.47 0.33 0.66 

Ortalama 0.71 0.22 0.70 0.71 0.71 0.50 0.74 

NSGA2 

Sınıf DP Oranı YP Oranı Kesinlik Duyarlılık F-Skoru MCC AUC Kappa 

Volkanitler 0.90 0.03 0.75 0.90 0.81 0.79 0.93 

0.58 
Arkoz 0.50 0 1 0.50 0.66 0.69 0.75 

Kumtaşı 0.91 0.35 0.78 0.91 0.84 0.59 0.78 

Kireçtaşı 0.45 0.06 0.66 0.45 0.54 0.44 0.69 

Ortalama 0.77 0.22 0.77 0.77 0.75 0.58 0.77 

 
Veri setindeki dengesizliği gidermek için yapılan Smoote işlemi sonrasında çapraz doğrulama yapılmış ve 

karışıklık matrisi Şekil 3’te diğer metrik değerleri ise Çizelge 3’te verilmiştir.  

 

  FLR FURIA 

  Tahmin edilen Tahmin edilen 

F
L

R
 

G
er

çe
k

 

 Volkanitler Arkoz Kumtaşı Kireçtaşı  Volkanitler Arkoz Kumtaşı Kireçtaşı 

Volkanitler 60 0 0 0 Volkanitler 60 0 0 0 

Arkoz 0 35 21 0 Arkoz 0 56 0 0 

Kumtaşı 1 0 39 16 Kumtaşı 1 0 49 6 

Kireçtaşı 0 0 15 40 Kireçtaşı 0 1 6 48 

  ENORA NSGA2 

  Tahmin edilen Tahmin edilen 

F
U

R
IA

 

G
er

çe
k

 

 Volkanitler Arkoz Kumtaşı Kireçtaşı  Volkanitler Arkoz Kumtaşı Kireçtaşı 

Volkanitler 60 0 0 0 Volkanitler 60 0 0 0 

Arkoz 0 56 0 0 Arkoz 0 54 2 0 

Kumtaşı 2 5 25 24 Kumtaşı 4 2 38 12 

Kireçtaşı 2 0 6 47 Kireçtaşı 2 1 4 48 

Şekil 3.Smote ve Çapraz doğrulama sonrası karmaşıklık matrisi 
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Çizelge 3: Smote ve 10-kat çapraz doğrulama sonrası sınıflandırma metrikleri 

.FLR 

Sınıf DP Oranı YP Oranı Kesinlik Duyarlılık F-Skoru MCC AUC Kappa 

Volkanitler 1 0 0.98 1 0.99 0.98 0.99 

0.68 
Arkoz 0.62 0 1 0.62 0.76 0.74 0.81 

Kumtaşı 0.69 0.21 0.52 0.69 0.59 0.44 0.74 

Kireçtaşı 0.72 0.09 0.71 0.72 0.72 0.63 0.81 

Ortalama 0.76 0.07 0.80 0.76 0.77 0.70 0.84 

FURIA 

Sınıf TP Rate FP Rate Kesinlik Duyarlılık F-Skoru MCC AUC Kappa 

Volkanitler 1 0 0.98 1 0.99 0.98 0.99 

0.91 
Arkoz 1 0 0.98 1 0.99 0.98 1 

Kumtaşı 0.87 0.03 0.89 0.87 0.88 0.84 0.93 

Kireçtaşı 0.87 0.03 0.88 0.87 0.88 0.84 0.94 

Ortalama 0.93 0.02 0.93 0.93 0.93 0.91 0.96 

ENORA 

Sınıf TP Rate FP Rate Kesinlik Duyarlılık F-Skoru MCC AUC Kappa 

Volkanitler 1 0.02 0.93 1 0.96 0.95 0.98 

0.77 
Arkoz 1 0.02 0.91 1 0.95 0.94 0.98 

Kumtaşı 0.44 0.03 0.80 0.44 0.57 0.51 0.70 

Kireçtaşı 0.85 0.14 0.66 0.85 0.74 0.66 0.85 

Ortalama 0.82 0.05 0.83 0.82 0.81 0.77 0.88 

NSGA2 

Sınıf TP Rate FP Rate Kesinlik Duyarlılık F-Skoru MCC AUC Kappa 

Volkanitler 1 0.03 0.90 1 0.95 0.93 0.98 

0.84 
Arkoz 0.96 0.01 0.94 0.96 0.95 0.94 0.97 

Kumtaşı 0.67 0.03 0.86 0.67 0.76 0.70 0.82 

Kireçtaşı 0.87 0.07 0.80 0.87 0.83 0.78 0.90 

Ortalama 0.88 0.03 0.88 0.88 0.87 0.84 0.92 

 

Sonuçlar incelendiğinde smoote işleminin algoritmaların hesaplanan metrik değerlerini arttırdığı 

görülmektedir. Kappa değeri 0.91’e kadar yükselmiştir. Algoritmaların SMOTE işlemi öncesi ve sonrası 

elde edilen doğruluk ve hata değerleri Şekil 4’te verilmiştir. 

 

 
(a)                                                                                             (b) 

Şekil 4.  Algoritmaların a) doğruluk b) Rms değerleri 
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4. SONUÇLAR 

Dört farklı bulanık mantık algoritması kullanılarak yapılan kaya sınıflandırmalarında genel olarak 

algoritmalar başarılı sonuçlar vermiştir. Algoritmaların sınıflandırma başarıları hem dengesiz veride hem 

de dengesizlik giderildikten sonra karşılaştırılmıştır. Algoritmaların dengeli verilerde daha iyi sonuçlar 

verdiği görülmüştür. Algoritmalardan en başarılı olan algoritma FURIA algoritması olmuştur. Bu 

algoritma hem dengesiz veri setinde hem de dengeli veri seti kullanıldığında diğer algoritmalardan daha 

yüksek metrik değerlerine sahip olmuştur. Algoritma en yüksek doğruluk oranına sahip olmasının yanı 

sıra en az hata oranına ile bu sınıflandırmayı yapmıştır.  
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